
1 
 

             

 

 

 

Hellenic Mediterranean University 
 

DEPARTMENT OF ELECTRICAL AND COMPUTER ENGINEERING 
 

Summarizing AI Traceability Information of AI Models - Identifying basic model 

parameters for Autonomous Vehicles 

 

 

Metaxakis Ioannis mtp272 

 

 

Heraklion Crete, October 2024  



2 
 

Περιεχόμενα 
Εισαγωγή ......................................................................................................................................... 4 

Κεφάλαιο 1: Εισαγωγή στην ιχνηλασιμότητα μοντέλων τεχνητής νοημοσύνης (AI Traceability) .............. 5 

1.1 Τι σημαίνει ο όρος AI Traceability(ιχνηλασιμότητα AI); ...................................................................... 5 

1.2 AI Traceability: Γιατί θεωρείται τόσο σημαντική; ........................................................................... 5 

1.3 Θεμελιώδη πρότυπα για AI Traceability ......................................................................................... 5 

Κεφάλαιο 2: Τύποι πληροφορίας της AI Traceability................................................................................ 7 

2.1 Αρχιτεκτονική του μοντέλου .......................................................................................................... 7 

2.2 Δεδομένα εκπαίδευσης μοντέλου ΑΙ ............................................................................................. 7 

2.3 Υπερπαράμετροι μοντέλου ............................................................................................................ 8 

2.4 Μετρήσεις απόδοσης μοντέλου ..................................................................................................... 8 

2.5 Εκδόσεις μοντέλου(Versioning) ..................................................................................................... 8 

Κεφάλαιο 3: Τεχνικές συλλογής πληροφορίας για AI Traceability ............................................................ 9 

3.1 Προέλευση Δεδομένων (Data Provenance) .................................................................................... 9 

3.2 Μετρήσεις Απόδοσης Μοντέλου ................................................................................................... 9 

3.3 Τεχνικές επεξήγησης (Explainability Techniques) ......................................................................... 10 

3.4 Ερμηνευσιμότητα του μοντέλου (Μodel Ιnterpretability) ............................................................ 10 

3.5 Οφέλη και Περιορισμοί ............................................................................................................... 10 

Κεφάλαιο 4: Εργαλεία που χρησιμοποιούνται για AI Traceability .......................................................... 12 

4.1 Κάρτες μοντέλου (Model Cards)................................................................................................... 12 

4.2 Περιλήψεις μοντέλου (Model Summaries) ................................................................................... 15 

4.3 Τεχνικές Ερμηνείας Μοντέλων ..................................................................................................... 20 

4.4 Εργαλεία Οπτικοποίησης ............................................................................................................. 20 

4.5 Προκλήσεις σχετικά με τη χρήση των εργαλείων ......................................................................... 21 

Κεφάλαιο 5: Βέλτιστες πρακτικές για AI Traceability ............................................................................. 22 

5.1 Διαχείριση Δεδομένων (Data Governance) .................................................................................. 22 

5.2 Διαχείρηση Μοντέλων (Model Governance) ................................................................................ 23 

5.3 Τυποποιημένη τεκμηρίωση ......................................................................................................... 24 

5.4 Συλλογική προσέγγιση ................................................................................................................. 25 

Κεφάλαιο 6: Βασικές παράμετροι μοντέλου για Αυτόνομα Οχήματα .................................................... 25 

6.1 Ιχνηλασιμότητα σε αυτόνομα οχήματα ........................................................................................ 30 

6.2  Αποφυγή εμποδίου και διατήρηση ορίου ταχύτητας .................................................................. 35 

6.3 Adaptive Cruise Control, Stop & Go .............................................................................................. 42 



3 
 

6.4 AI Traceability Report: Για σύστημα αυτόματης πέδησης................................................................. 48 

6.4.1 Αρχιτεκτονική Συστήματος ........................................................................................................ 48 

6.4.2 Χρησιμοποιούμενα μοντέλα AI ................................................................................................. 49 

6.4.3 Συλλογή δεδομένων ................................................................................................................. 49 

6.4.4 Πληροφορίες συνόλου δεδομένων ........................................................................................... 49 

6.4.5 Προεπεξεργασία δεδομένων .................................................................................................... 49 

6.4.6 Έλεγχοι μεροληψίας και δικαιοσύνης ....................................................................................... 50 

6.4.6 Εκπαιδευτική Διαδικασία Μοντέλου ......................................................................................... 50 

6.4.5 Επικύρωση και δοκιμή .............................................................................................................. 50 

6.4.6 Εκδόσεις μοντέλου(Versioning)................................................................................................. 51 

6.4.7 Επεξηγησιμότητα μοντέλου ...................................................................................................... 51 

6.4.8 Κανονιστική Συμμόρφωση και Πρότυπα Ασφάλειας ................................................................. 52 

6.4.9 Παρακολούθηση μετά την ανάπτυξη ........................................................................................ 52 

7. Συμπέρασμα & Μελλοντικές Κατευθύνσεις Έρευνας ..................................................................... 53 

Αναφορές ...................................................................................................................................... 54 

 

  



4 
 

Εισαγωγή 

Η Τεχνητή Νοημοσύνη (AI) εξελίσσεται ταχύτατα σε απαραίτητο εργαλείο για διάφορους κλάδους, 

όπως της υγειονομικής περίθαλψης, των οικονομικών, του ηλεκτρονικού εμπορίου, των μέσων 

κοινωνικής δικτύωσης, της γεωργίας κ.α.. Ωστόσο, η χρήση μοντέλων τεχνητής νοημοσύνης ενέχει 

επίσης σημαντικούς κινδύνους, όπως μεροληψία(bias), παραβιάσεις της ιδιωτικής ζωής και ακούσιες 

συνέπειες. Αυτοί οι κίνδυνοι καθιστούν ζωτικής σημασίας την ύπαρξη πληροφοριών ιχνηλασιμότητας 

(traceability) σχετικά με μοντέλα τεχνητής νοημοσύνης για τη διασφάλιση της λογοδοσίας, της 

διαφάνειας και της ηθικής χρήσης. 

Mέσω AI traceability, παρέχοvται λεπτομέρειες σχετικά με τον τρόπο με τον οποίο αναπτύχθηκε, 

εκπαιδεύτηκε και δοκιμάστηκε ένα μοντέλο AI. Βοηθά τους ενδιαφερόμενους να κατανοήσουν τη 

συμπεριφορά του μοντέλου, να εντοπίσουν πιθανούς κινδύνους και να παρακολουθήσουν την 

απόδοσή του με την πάροδο του χρόνου. Ωστόσο, η σύλληψη και η περίληψη πληροφοριών 

ιχνηλασιμότητας(traceability) είναι μια πολύπλοκη και προκλητική εργασία, που απαιτεί τη χρήση 

διαφόρων τεχνικών και εργαλείων. 

Στόχος μας είναι να παρέχουμε μια επισκόπηση των πληροφοριών ιχνηλασιμότητας τεχνητής 

νοημοσύνης, συμπεριλαμβανομένης της σημασίας, των τύπων, των τεχνικών και των εργαλείων για τη 

σύνοψή τους και επίσης να παραπέμπουμε στις βέλτιστες πρακτικές για τη λήψη και τη διαχείριση 

πληροφοριών ιχνηλασιμότητας τεχνητής νοημοσύνης και να εξετάσουμε την εφαρμογή τους στον 

πραγματικό κόσμο.  
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Κεφάλαιο 1: Εισαγωγή στην ιχνηλασιμότητα μοντέλων τεχνητής 

νοημοσύνης (AI Traceability) 
 

Η χρήση μοντέλων τεχνητής νοημοσύνης(ΑΙ) γίνεται ολοένα και πιο κοινή σε διάφορους κλάδους, 

συμπεριλαμβανομένης της υγειονομικής περίθαλψης, των οικονομικών, των μετακινήσεων και του 

ηλεκτρονικού εμπορίου. Ωστόσο, η χρήση της τεχνητής νοημοσύνης ενέχει επίσης σημαντικούς 

κινδύνους, όπως μεροληψία(bias), παραβιάσεις της ιδιωτικότητας(συλλογή προσωπικών δεδομένων) 

και ακούσιες συνέπειες. Για να διασφαλιστεί η λογοδοσία(accountability), η διαφάνεια και η ηθική 

χρήση, είναι ζωτικής σημασίας να υπάρχουν πληροφορίες ιχνηλασιμότητας στα μοντέλα τεχνητής 

νοημοσύνης. 

Σε αυτό το κεφάλαιο, θα διερευνήσουμε την έννοια της ιχνηλασιμότητας AI και τη σημασία της. Θα 

εξετάσουμε επίσης τα τρέχοντα πρότυπα ιχνηλασιμότητας AI και τον αντίκτυπό τους στην ανάπτυξη και 

ανάπτυξη μοντέλων AI. Για ευκολία ανάγνωσης θα χρησιμοποιούμε τους όρους όπως αυτοί έχουν 

οριστεί σύμφωνα με την αγγλική γλώσσα. 

1.1 Τι σημαίνει ο όρος AI Traceability(ιχνηλασιμότητα AI); 

Η ιχνηλασιμότητα AI (AI Traceability), αναφέρεται στην ικανότητα παρακολούθησης και κατανόησης 

των αποφάσεων που λαμβάνονται από ένα μοντέλο AI σε όλα τα επιμέρους βήματα που αυτό θα κάνει 

πριν καταλήξει στο αποτέλεσμά του. Περιλαμβάνει τη συλλογή και τη διαχείριση πληροφοριών σχετικά 

με την αρχιτεκτονική του μοντέλου, τα δεδομένα που χρησιμοποιούνται για εκπαίδευση, τις 

υπερπαραμέτρους του μοντέλου, τις μετρήσεις απόδοσης και την εκτίμηση των διαφορετικών 

εκδόσεων αυτού του μοντέλου πριν την οριστική του μορφή. [1] 

1.2 AI Traceability: Γιατί θεωρείται τόσο σημαντική; 

Η AI Traceability είναι απαραίτητη για διάφορους λόγους. Πρώτον, συμβάλλει στη διασφάλιση της 

ηθικής και υπεύθυνης χρήσης των μοντέλων AI. Κατανοώντας πώς ένα μοντέλο λαμβάνει αποφάσεις, 

οι ενδιαφερόμενοι μπορούν να εντοπίσουν και να αντιμετωπίσουν πιθανές μεροληψίες, διακρίσεις και 

ακούσιες συνέπειες (Mitchell et al., 2019). Δεύτερον, η ιχνηλασιμότητα του AI υποστηρίζει την 

παρακολούθηση και την επικύρωση της απόδοσης του μοντέλου. Λαμβάνοντας πληροφορίες σχετικά 

με την ανάπτυξη και την εξάπλωση του μοντέλου, οι ενδιαφερόμενοι μπορούν να παρακολουθούν τη 

συμπεριφορά του με την πάροδο του χρόνου, να εντοπίζουν προβλήματα και να βελτιώνουν την 

απόδοσή του (Doshi-Velez & Kim, 2017). Τέλος, η ιχνηλασιμότητα της τεχνητής νοημοσύνης 

υποστηρίζει τη συμμόρφωση με κανονιστικές απαιτήσεις, όπως ο Γενικός Κανονισμός Προστασίας 

Δεδομένων (GDPR) και ο Νόμος Φορητότητας και Υπευθυνότητας Ασφάλισης Υγείας (HIPAA) (European 

Commission, 2021). 

1.3 Θεμελιώδη πρότυπα για AI Traceability 

Αρκετοί οργανισμοί έχουν αναπτύξει πρότυπα AI Traceability για να καθοδηγήσουν την ανάπτυξη και 

την καθοδήγηση μοντέλων τεχνητής νοημοσύνης. Αυτά περιλαμβάνουν το IEEE P7003 Standard for 
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Algorithmic Bias Considerations, το NIST AI Explainability Whitepaper καθώς και το Global Data Ethics 

Project.[2] 

Το ISO/IEC 29184 είναι ένα διεθνές πρότυπο που παρέχει καθοδήγηση σχετικά με την ιχνηλασιμότητα 

των συστημάτων AI. Το πρότυπο ορίζει την ιχνηλασιμότητα ως την ικανότητα παρακολούθησης της 

ανάπτυξης και της χρήσης συστημάτων τεχνητής νοημοσύνης από τις απαιτήσεις έως το τελικό προϊόν. 

Παρέχει καθοδήγηση σχετικά με την τεκμηρίωση των μοντέλων AI, συμπεριλαμβανομένων των 

δεδομένων, του σχεδιασμού και των διαδικασιών λήψης αποφάσεων. 

Η IEEE Global Initiative on Ethics of Autonomous and Intelligent Systems έχει επίσης αναπτύξει ένα 

σύνολο κατευθυντήριων γραμμών για τον ηθικό σχεδιασμό AI. Οι κατευθυντήριες γραμμές τονίζουν τη 

σημασία της διαφάνειας και της λογοδοσίας στα συστήματα τεχνητής νοημοσύνης και συνιστούν τη 

χρήση τεχνικών ιχνηλασιμότητας για την επίτευξη αυτών των στόχων. 

Εκτός από τα πρότυπα, αρκετοί κανονισμοί επιβάλλουν την AI Traceability. Για παράδειγμα, ο GDPR της 

Ευρωπαϊκής Ένωσης επιβάλλει το δικαίωμα στην επεξήγηση της αυτοματοποιημένης λήψης 

αποφάσεων. Το CCPA απαιτεί επίσης από τους οργανισμούς να αποκαλύπτουν τις προσωπικές 

πληροφορίες που συλλέγονται, τους σκοπούς για τους οποίους χρησιμοποιούνται και τα τρίτα μέρη με 

τα οποία κοινοποιούνται. 

Αυτά τα πρότυπα τονίζουν την ανάγκη για διαφάνεια, υπευθυνότητα και επεξήγηση στα μοντέλα 

τεχνητής νοημοσύνης. Παρέχουν επίσης καθοδήγηση σχετικά με την τεκμηρίωση, την επικύρωση και τη 

δοκιμή μοντέλων τεχνητής νοημοσύνης. [3] Τα παρακάτω είναι μερικά από τα πιο σημαντικά πρότυπα, 

που θα τα αναφέρουμε επιγραμματικά:  

Το ISO/IEC 27001:2013 

Αυτό το πρότυπο περιγράφει τις απαιτήσεις για συστήματα διαχείρισης ασφάλειας πληροφοριών. 

Περιλαμβάνει μια ενότητα για τη διαχείριση συμβάντων ασφάλειας πληροφοριών και τη συνέχεια. 

Το ISO/IEC 27002:2013 

Αυτό το πρότυπο παρέχει οδηγίες για την εφαρμογή και τη διαχείριση ελέγχων ασφάλειας 

πληροφοριών. 

Το ISO/IEC 27017:2015 

Αυτό το πρότυπο παρέχει κατευθυντήριες γραμμές για την εφαρμογή και τη διαχείριση ελέγχων 

ασφάλειας πληροφοριών ειδικά για το cloud computing. 

Γενικός Κανονισμός Προστασίας Δεδομένων της Ευρωπαϊκής Ένωσης (GDPR) 

Ο GDPR επιβάλλει το δικαίωμα στην επεξήγηση της αυτοματοποιημένης λήψης αποφάσεων. Απαιτεί 

από τους οργανισμούς να παρέχουν μια εξήγηση για τα αποτελέσματα της αυτοματοποιημένης λήψης 

αποφάσεων που επηρεάζουν σημαντικά τα άτομα. 
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Ο νόμος περί απορρήτου των καταναλωτών της Καλιφόρνια (CCPA) 

Το CCPA απαιτεί από τους οργανισμούς να παρέχουν μια εξήγηση για την αυτοματοποιημένη λήψη 

αποφάσεων που επηρεάζει όχι μόνο τους άμεσα εμπλεκόμενους αλλά γενικά όλους. 

Οδηγίες της Ομοσπονδιακής Επιτροπής Εμπορίου των ΗΠΑ (FTC) για αθέμιτες ή παραπλανητικές 

πράξεις ή πρακτικές (UDAP) 

Οι οδηγίες της FTC τονίζουν τη σημασία της διαφάνειας στη χρήση της τεχνητής νοημοσύνης. Απαιτεί 

από τους οργανισμούς να αποκαλύπτουν τη λεπτομερή χρήση της τεχνητής νοημοσύνης και να 

παρέχουν εξηγήσεις για τα αποτελέσματα της αυτοματοποιημένης λήψης αποφάσεων. 

Κεφάλαιο 2: Τύποι πληροφορίας της AI Traceability 
Οι τύποι πληροφορίας της AI Traceability περιλαμβάνουν διάφορες πτυχές ανάπτυξης, εκπαίδευσης και 

εφαρμογής μοντέλων τεχνητής νοημοσύνης. Σε αυτό το κεφάλαιο, θα εξερευνήσουμε τους 

διαφορετικούς τύπους πληροφοριών AI Traceability , συμπεριλαμβανομένης της αρχιτεκτονικής 

μοντέλων, των δεδομένων που χρησιμοποιούνται για εκπαίδευση, των υπερπαραμέτρων μοντέλου, 

των μετρήσεων απόδοσης και το versioning. Θα συζητήσουμε επίσης τη σημασία κάθε τύπου 

πληροφοριών και τον αντίκτυπό του στην ανάπτυξη και ανάπτυξη μοντέλων AI. 

2.1 Αρχιτεκτονική του μοντέλου 

Η αρχιτεκτονική του μοντέλου αναφέρεται στη δομή ενός μοντέλου AI και στους τύπους αλγορίθμων 

που χρησιμοποιούνται για τη λήψη αποφάσεων. Περιλαμβάνει τον αριθμό και τους τύπους των 

επιπέδων σε ένα νευρωνικό δίκτυο, τον τύπο της συνάρτησης ενεργοποίησης που χρησιμοποιείται και 

τους αλγόριθμους που χρησιμοποιούνται για εκπαίδευση και εξαγωγή συμπερασμάτων [4]. Η 

αρχιτεκτονική του μοντέλου είναι κρίσιμη για την κατανόηση του τρόπου με τον οποίο ένα μοντέλο 

λαμβάνει αποφάσεις και τον εντοπισμό πιθανών μεροληψιών ή διακρίσεων. Για παράδειγμα, ένα 

μοντέλο με προκατειλημμένο αλγόριθμο μπορεί να λάβει λανθασμένες αποφάσεις με βάση ορισμένα 

δημογραφικά ή κοινωνικά χαρακτηριστικά των ατόμων στα οποία εκπαιδεύεται. 

2.2 Δεδομένα εκπαίδευσης μοντέλου ΑΙ 

Τα δεδομένα που χρησιμοποιούνται για την εκπαίδευση ενός μοντέλου AI είναι επίσης κρίσιμα για την 

ιχνηλασιμότητα. Περιλαμβάνουν την πηγή των δεδομένων, τον τύπο των δεδομένων και τυχόν τεχνικές 

προεπεξεργασίας ή καθαρισμού(pre-processing or cleaning techniques) που χρησιμοποιούνται. Η 

κατανόηση των δεδομένων που χρησιμοποιούνται για την εκπαίδευση είναι σημαντική για τον 

εντοπισμό πιθανών μεροληψιών ή σφαλμάτων στα δεδομένα, τα οποία μπορούν να επηρεάσουν την 

ακρίβεια και τηv ακεραιότητα του μοντέλου τεχνητής νοημοσύνης. Για παράδειγμα, εάν τα δεδομένα 

που χρησιμοποιούνται για την εκπαίδευση δεν είναι αντιπροσωπευτικά του πληθυσμού που 

προορίζεται να εξυπηρετήσει, το μοντέλο μπορεί να λάβει εσφαλμένες αποφάσεις για ορισμένες 

ομάδες [5]. 
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2.3 Υπερπαράμετροι μοντέλου 

Οι υπερπαράμετροι μοντέλου αναφέρονται στις ρυθμίσεις διαμόρφωσης που επηρεάζουν τη 

συμπεριφορά ενός μοντέλου τεχνητής νοημοσύνης, όπως οι ρυθμοί εκμάθησης, τα μεγέθη των batch 

και οι τεχνικές regularization.[6] Αυτές οι ρυθμίσεις μπορούν να έχουν σημαντικό αντίκτυπο στην 

απόδοση ενός μοντέλου AI. Η κατανόηση των υπερπαραμέτρων του μοντέλου είναι ζωτικής σημασίας 

για τη διασφάλιση της απόδοσης του μοντέλου και τον εντοπισμό πιθανών προβλημάτων. Για 

παράδειγμα, ένα μοντέλο με πολύ υψηλό ποσοστό εκμάθησης μπορεί να μην συγκλίνει στη σωστή 

λύση, ενώ ένα μοντέλο με πολύ χαμηλή τακτοποίηση μπορεί να ταιριάζει περισσότερο στα δεδομένα 

εκπαίδευσης [6]. 

2.4 Μετρήσεις απόδοσης μοντέλου 

Οι μετρήσεις απόδοσης μετρούν πόσο καλά αποδίδει ένα μοντέλο τεχνητής νοημοσύνης σε μια 

συγκεκριμένη εργασία, όπως accuracy, precision, recall και F1 score. Αυτές οι μετρήσεις είναι 

σημαντικές για την αξιολόγηση της αποτελεσματικότητας ενός μοντέλου τεχνητής νοημοσύνης και τον 

εντοπισμό πιθανών ζητημάτων. Οι μετρήσεις απόδοσης μπορούν επίσης να χρησιμοποιηθούν για τον 

εντοπισμό πιθανής μεροληψίας ή διάκρισης σε ένα μοντέλο AI. Για παράδειγμα, εάν ένα μοντέλο 

τεχνητής νοημοσύνης αποδίδει καλύτερα σε ορισμένες ομάδες από άλλες, μπορεί να υποδηλώνει 

μεροληψία στο μοντέλο [7]. 

2.5 Εκδόσεις μοντέλου(Versioning) 

Το Versioning μοντέλου αναφέρεται στη διαχείριση διαφορετικών εκδόσεων ενός μοντέλου AI. 

Περιλαμβάνει την παρακολούθηση των αλλαγών που έγιναν στο μοντέλο, την τεκμηρίωση των λόγων 

των αλλαγών και τη διασφάλιση ότι οι προηγούμενες εκδόσεις του μοντέλου μπορούν να 

αναπαραχθούν εάν χρειάζεται. Η έκδοση μοντέλων είναι ζωτικής σημασίας για την ιχνηλασιμότητα της 

τεχνητής νοημοσύνης, καθώς επιτρέπει στους ενδιαφερόμενους να κατανοήσουν την εξέλιξη του 

μοντέλου και τους λόγους για τυχόν αλλαγές που έγιναν. Υποστηρίζει επίσης την επικύρωση και τη 

δοκιμή του μοντέλου δίνοντας τη δυνατότητα στους ενδιαφερόμενους να συγκρίνουν διαφορετικές 

εκδόσεις του μοντέλου και να εντοπίσουν πιθανά ζητήματα [8]. 
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Κεφάλαιο 3: Τεχνικές συλλογής πληροφορίας για AI Traceability 
Η καταγραφή πληροφοριών για AI Traceability είναι ζωτικής σημασίας για τη διασφάλιση της 

διαφάνειας και της λογοδοσίας στα μοντέλα AI. Σε αυτό το κεφάλαιο, θα διερευνήσουμε διαφορετικές 

τεχνικές για τη λήψη πληροφοριών AI Traceability, συμπεριλαμβανομένων των δεδομένων 

προέλευσης, μετρήσεων απόδοσης μοντέλων και τεχνικών επεξήγησης. Θα συζητήσουμε επίσης τα 

οφέλη και τους περιορισμούς κάθε τεχνικής και θα δώσουμε παραδείγματα χρήσης τους. 

 

3.1 Προέλευση Δεδομένων (Data Provenance) 

Η προέλευση των δεδομένων είναι η καταγραφή της προέλευσης, του ιστορικού και του 

μετασχηματισμού των δεδομένων που χρησιμοποιούνται σε ένα μοντέλο AI [9].Είναι σημαντικό για τη 

διασφάλιση της ποιότητας και της αξιοπιστίας των δεδομένων που χρησιμοποιούνται στο μοντέλο, 

καθώς και για τον εντοπισμό πιθανών προκαταλήψεων ή σφαλμάτων στα δεδομένα. Υπάρχουν 

διαφορετικές τεχνικές για τη λήψη δεδομένων προέλευσης, όπως σχολιασμοί μεταδεδομένων, lineage 

tracking και έλεγχος έκδοσης. Οι σχολιασμοί μεταδεδομένων μπορούν να χρησιμοποιηθούν για την 

καταγραφή πληροφοριών σχετικά με την προέλευση και την επεξεργασία των δεδομένων, ενώ η 

lineage tracking μπορεί να χρησιμοποιηθεί για την καταγραφή του ιστορικού των μετασχηματισμών 

δεδομένων. Ο έλεγχος έκδοσης μπορεί να χρησιμοποιηθεί για την παρακολούθηση αλλαγών στα 

δεδομένα με την πάροδο του χρόνου. Ένα παράδειγμα τεχνικής προέλευσης δεδομένων είναι το 

Provenance-Aware Service-Oriented Architecture (PASOA) που αναπτύχθηκε από το Πανεπιστήμιο του 

Σαουθάμπτον. Το PASOA χρησιμοποιεί σχολιασμούς μεταδεδομένων και lineage tracking για να 

καταγράψει την προέλευση των δεδομένων και να εξασφαλίσει την ποιότητα και την αξιοπιστία των 

δεδομένων που χρησιμοποιούνται σε μοντέλα τεχνητής νοημοσύνης [9]. 

 

3.2 Μετρήσεις Απόδοσης Μοντέλου 

Οι μετρήσεις απόδοσης μοντέλου αναφέρονται στους δείκτες accuracy, precision και recall ενός 

μοντέλου AI. Είναι σημαντικά για την αξιολόγηση της απόδοσης του μοντέλου και τον εντοπισμό 

πιθανών ζητημάτων ή προκαταλήψεων. Υπάρχουν διάφοροι τύποι μετρήσεων απόδοσης μοντέλου, 

όπως μετρήσεις ταξινόμησης, μετρήσεις παλινδρόμησης και μετρήσεις ομαδοποίησης. Οι μετρήσεις 

ταξινόμησης χρησιμοποιούνται για αξιολόγηση ακρίβειας μοντέλων ταξινόμησης, ενώ οι μετρήσεις 

παλινδρόμησης χρησιμοποιούνται για αξιολόγηση ακρίβειας μοντέλων παλινδρόμησης. Οι μετρήσεις 

ομαδοποίησης χρησιμοποιούνται για την αξιολόγηση της ακρίβειας των μοντέλων ομαδοποίησης. Ένα 

παράδειγμα μέτρησης απόδοσης μοντέλου είναι η βαθμολογία F1(F1 score), η οποία είναι ένα μέτρο 

της ισορροπίας μεταξύ ακρίβειας και ανάκλησης σε ένα μοντέλο ταξινόμησης. Η βαθμολογία F1 

χρησιμοποιείται ευρέως σε εργασίες επεξεργασίας φυσικής γλώσσας, όπως η ανάλυση συναισθήματος 

και η αναγνώριση ονομαστικών οντοτήτων [10]. 
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3.3 Τεχνικές επεξήγησης (Explainability Techniques) 

Οι τεχνικές επεξήγησης είναι σημαντικές για την κατανόηση του τρόπου με τον οποίο τα μοντέλα 

τεχνητής νοημοσύνης κάνουν προβλέψεις και αποφάσεις, αλλά μπορεί να μην είναι εφαρμόσιμες σε 

όλους τους τύπους μοντέλων και ενδέχεται να μην παρέχουν πληροφορίες για όλες τις πτυχές της 

συμπεριφοράς του μοντέλου. Μια άλλη τεχνική για τη συλλογή πληροφοριών AI traceability είναι η 

ανάλυση σφαλμάτων, η οποία περιλαμβάνει την ανάλυση των σφαλμάτων που έγιναν από το μοντέλο 

και τον εντοπισμό των αιτιών τους. Η ανάλυση σφαλμάτων μπορεί να βοηθήσει στον εντοπισμό 

πιθανών προκαταλήψεων ή σφαλμάτων στα δεδομένα ή την αρχιτεκτονική του μοντέλου, καθώς και να 

παρέχει πληροφορίες σε τομείς προς βελτίωση. Ένα παράδειγμα ανάλυσης σφαλμάτων είναι η εργασία 

των Geirhos et al. (2018) [11] σχετικά με την αντιστάθμιση μεροληψίας-διακύμανσης σε βαθιά 

νευρωνικά δίκτυα. Διαπίστωσαν ότι τα βαθιά νευρωνικά δίκτυα τείνουν να έχουν υπερβολική 

αυτοπεποίθηση στις προβλέψεις τους, γεγονός που μπορεί να οδηγήσει σε σφάλματα σε καταστάσεις 

όπου το μοντέλο δεν έχει δει αρκετά δεδομένα εκπαίδευσης. 

 

3.4 Ερμηνευσιμότητα του μοντέλου (Μodel Ιnterpretability) 

Μια άλλη τεχνική για τη σύλληψη πληροφοριών AI traceability είναι η ερμηνευσιμότητα του μοντέλου, 

η οποία συνεπάγεται ότι οι εσωτερικές λειτουργίες του μοντέλου γίνονται πιο διαφανείς και 

κατανοητές. Η ερμηνευσιμότητα του μοντέλου μπορεί να βοηθήσει στον εντοπισμό πιθανών 

προκαταλήψεων ή σφαλμάτων στην αρχιτεκτονική του μοντέλου, καθώς και να παρέχει πληροφορίες 

σε τομείς προς βελτίωση. Ένα παράδειγμα ερμηνευσιμότητας μοντέλων είναι η εργασία των Olah et al. 

(2018)[12] σχετικά με την οπτικοποίηση χαρακτηριστικών σε βαθιά νευρωνικά δίκτυα. Πρότειναν μια 

μέθοδο για την οπτικοποίηση των χαρακτηριστικών που το μοντέλο έχει μάθει να αναγνωρίζει στα 

δεδομένα εκπαίδευσής του, η οποία μπορεί να παρέχει πληροφορίες για τη συμπεριφορά του 

μοντέλου και πιθανές πηγές μεροληψίας[12]. 

 

3.5 Οφέλη και Περιορισμοί 

Εκτός από αυτές τις τεχνικές, υπάρχουν επίσης αναδυόμενες τεχνικές για τη λήψη πληροφοριών AI 

traceability, όπως μετρήσεις διαφορικού απορρήτου και δικαιοσύνης(differential privacy / fairness 

metrics). Το διαφορικό απόρρητο είναι μια τεχνική για τη διασφάλιση ότι μεμονωμένα σημεία 

δεδομένων δεν μπορούν να εντοπιστούν στα δεδομένα εκπαίδευσης του μοντέλου, γεγονός που 

μπορεί να συμβάλει στην προστασία του απορρήτου των ατόμων. Οι μετρήσεις δικαιοσύνης είναι 

μέτρα της δικαιοσύνης και της αμεροληψίας των προβλέψεων του μοντέλου, οι οποίες είναι 

σημαντικές για τη διασφάλιση ότι το μοντέλο δεν διαιωνίζει προκαταλήψεις ή διακρίσεις. Συνολικά, η 

καταγραφή πληροφοριών AI traceability είναι κρίσιμη για τη διασφάλιση της διαφάνειας και της 

λογοδοσίας των μοντέλων AI. Διαφορετικές τεχνικές, όπως η προέλευση των δεδομένων, οι μετρήσεις 

απόδοσης του μοντέλου και οι τεχνικές επεξήγησης, μπορούν να παρέχουν πληροφορίες για 

διαφορετικές πτυχές της συμπεριφοράς του μοντέλου και να βοηθήσουν στον εντοπισμό πιθανών 

ζητημάτων ή προκαταλήψεων. Ωστόσο, κάθε τεχνική έχει τα οφέλη και τους περιορισμούς της και η 
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επιλογή των κατάλληλων τεχνικών για μια συγκεκριμένη εφαρμογή απαιτεί προσεκτική εξέταση των 

στόχων και των απαιτήσεων της εφαρμογής. Π.χ. η προέλευση των δεδομένων είναι κρίσιμη για τη 

διασφάλιση της ποιότητας και της αξιοπιστίας των δεδομένων που χρησιμοποιούνται σε μοντέλα 

τεχνητής νοημοσύνης, αλλά μπορεί να απαιτήσει σημαντικές επενδύσεις και τεχνογνωσία για την 

εφαρμογή τους. Επίσης, οι μετρήσεις απόδοσης μοντέλων είναι χρήσιμες για την αξιολόγηση της 

απόδοσης των μοντέλων τεχνητής νοημοσύνης, αλλά ενδέχεται να μην παρέχουν λεπτομερείς 

πληροφορίες σχετικά με τη συμπεριφορά του μοντέλου [13]. 
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Κεφάλαιο 4: Εργαλεία που χρησιμοποιούνται για AI Traceability 
Καθώς τα μοντέλα τεχνητής νοημοσύνης γίνονται πιο περίπλοκα και διαδεδομένα, είναι σημαντικό να 

προσφέρουμε στους ενδιαφερόμενους συνοπτικές περιλήψεις των δεδομένων μέσω AI Traceability. Σε 

αυτό το κεφάλαιο, θα εξετάσουμε εργαλεία για τη σύνοψη των πληροφοριών μέσω AI Traceability, 

όπως οι κάρτες μοντέλων, οι περιλήψεις, οι προσεγγίσεις ερμηνείας μοντέλων και τα εργαλεία 

οπτικοποίησης. 

 

4.1 Κάρτες μοντέλου (Model Cards) 

Οι κάρτες μοντέλου είναι ένας μηχανισμός για την παροχή τυποποιημένων πληροφοριών στα 

ενδιαφερόμενα μέρη σχετικά με μοντέλα τεχνητής νοημοσύνης. Οι κάρτες μοντέλων συχνά 

περιλαμβάνουν λεπτομέρειες σχετικά με τον επιδιωκόμενο σκοπό του μοντέλου, την απόδοση σε 

διάφορα μέτρα και τα δεδομένα που χρησιμοποιούνται για την εκπαίδευσή του[19][30]. Ο σκοπός των 

καρτών μοντέλων είναι να βοηθήσουν τους ενδιαφερόμενους να κατανοήσουν τις δυνατότητες και τα 

όρια του μοντέλου. Οι Mitchell et al. (2019) παρουσίασε την ιδέα των καρτών μοντέλων για την 

προώθηση της λογοδοσίας και της διαφάνειας στην ανάπτυξη της τεχνητής νοημοσύνης [8]. Οι κάρτες 

μοντέλων μπορούν να σχεδιαστούν για μια ποικιλία μοντέλων τεχνητής νοημοσύνης, 

συμπεριλαμβανομένων των μοντέλων μηχανικής εκμάθησης και βαθιάς εκμάθησης. 

Για μια πιο ευνόητη παρουσίαση του πως είναι πραγματικά μια κάρτα ΑΙ μοντέλου, παραθέτουμε 

παρακάτω ένα παράδειγμα: 

Model Details: 

 Model Name: AI Traceability System v1.0 
 Developer: AI Ethics and Transparency Lab 
 Date: October 2024 
 License: OpenAI License 
 Type of Model: Supervised Learning (Regression/Classification) 
 Intended Use: Monitoring, auditing, and explaining AI model decisions in sensitive domains like 

finance, healthcare, and insurance. 
 Primary Function: The AI traceability model logs, monitors, and explains decision-making 

processes by analyzing input features and predicting potential biases or inconsistencies. The 
system captures detailed metadata on decisions, model behavior, and performance over time. 

 

Intended Use: 

 Primary Users: AI developers, auditors, legal compliance teams, and end-users interested in 
understanding and evaluating AI systems. 

 Domain of Application: Financial services (loan approvals), healthcare (diagnostic tools), and 
any automated decision-making systems that require transparency. 

 Goals: 
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o To provide stakeholders with transparent insights into the decision-making process of AI 
models. 

o To trace back inputs, features, and model parameters that influence outputs. 
o To ensure compliance with regulations like GDPR, CCPA, and industry standards (ISO/IEC 

27001). 

 

Model Architecture: 

 Architecture Type: Neural network (MLP) for prediction with decision trees for explainability 
and model behavior logging. 

 Input Features: 
o Categorical features (e.g., Gender, Location) 
o Numerical features (e.g., Age, Income) 
o Historical decision logs 

 Output: 
o Probabilities (e.g., Approval Probability) 
o Feature Importance Scores 
o Explanation of each decision 

 

Performance Metrics: 

 Accuracy: 90% on validation data. 
 Precision and Recall: 

o Precision: 0.85 
o Recall: 0.88 

 F1 Score: 0.86 
 Evaluation Dataset: Evaluated on diverse datasets (gender, income, and age distribution) across 

financial and healthcare applications. 

 

Ethical Considerations: 

 Bias Detection: 
o Regular audits ensure no undue influence of sensitive features (e.g., gender, race) on 

decision outcomes. 
o The model includes fairness constraints to minimize biased decisions. 

 Privacy: 
o Data is anonymized before training and evaluation. 
o The model is compliant with GDPR, ensuring that users have the right to access, correct, 

and delete their personal data. 
 Explanation of Decisions: 

o The model provides clear, user-friendly explanations for all decisions to ensure 
transparency. This aligns with the right to explanation under GDPR. 
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Limitations: 

 Data Sensitivity: 
o Biases may still occur if the input data is biased or imbalanced. Continuous monitoring 

and retraining are required to address this. 
 Model Behavior in Edge Cases: 

o Limited understanding of how the model performs in rare or extreme situations where 
data is sparse or highly imbalanced. 

 Transferability: 
o The model may not generalize well to domains outside of its training data (e.g., different 

countries, regulatory environments). 

 

Fairness: 

 Steps to Ensure Fairness: 
o Ongoing bias audits. 
o Diverse training data covering various demographics. 
o Stakeholder engagement to review and assess ethical implications. 

 Potential Harms: 
o If input data is skewed (e.g., underrepresentation of certain groups), the model may 

generate biased outputs. 

 

Compliance and Regulatory Adherence: 

 GDPR Compliance: The model supports traceability and explainability features required by the 
General Data Protection Regulation. 

 CCPA: Supports transparency of automated decision-making under the California Consumer 
Privacy Act. 

 Industry Standards: Adheres to ISO/IEC 27001 and ISO/IEC 27017 guidelines for security and 
cloud data protection. 

 

Training Data: 

 Dataset Composition: The dataset includes anonymized records from financial, healthcare, and 
social service applications. 

 Geographical Diversity: Data collected from multiple regions, including North America and 
Europe. 

 Data Source: Public and proprietary data, with appropriate anonymization protocols. 
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Usage Guidelines: 

 Recommended Use: Suitable for AI system auditing and performance monitoring in regulated 
industries. 

 Limitations: Not suitable for domains outside financial, healthcare, and regulatory compliance 
without further adaptation and retraining. 

 Deployment Context: For use in environments where decision traceability is legally or ethically 
required. 

4.2 Περιλήψεις μοντέλου (Model Summaries) 

Οι περιλήψεις μοντέλων είναι ένας τρόπος να παρέχεται μια επισκόπηση υψηλού επιπέδου ενός 

μοντέλου τεχνητής νοημοσύνης και των πληροφοριών ιχνηλασιμότητας του. O στόχος τους είναι να 

παρέχουν έναν γρήγορο και εύκολο τρόπο κατανόησης των βασικών πτυχών ενός μοντέλου τεχνητής 

νοημοσύνης.[13] Περιλαμβάνουν πληροφορίες σχετικά με τις εισόδους, τις εξόδους, τις μετρήσεις 

απόδοσης και τα δεδομένα που χρησιμοποιούνται για την εκπαίδευση του μοντέλου και μπορούν να 

δημιουργηθούν χρησιμοποιώντας μια ποικιλία εργαλείων, όπως πίνακες και αναφορές. 

4.2.1 Πίνακες 

Οι πίνακες αφορούν διαδραστικές απεικονίσεις που επιτρέπουν την εξερεύνηση των δεδομένων και να 

εντοπιστούν μοτίβα και τάσεις. Συνήθως περιλαμβάνουν φίλτρα που επιτρέπουν στους 

ενδιαφερόμενους να επικεντρωθούν σε συγκεκριμένες πτυχές των δεδομένων. Μερικά παραδείγματα 

τέτοιων πινάκων είναι: 

Πίνακες εργαλείων μεροληψίας(Bias Dashboards): Οι πίνακες εργαλείων μεροληψίας μπορούν να 

χρησιμοποιηθούν για την οπτικοποίηση της κατανομής των προβλέψεων σε διαφορετικές 

δημογραφικές ομάδες και τον εντοπισμό πιθανών πηγών μεροληψίας [14]. Παρακάτω παραθέτουμε 

ένα δείγμα τέτοιου πίνακα: 

 

Metric Description Example Visualization 

Demographic 

Breakdown 

Displays the distribution of decisions across 

key demographics (e.g., gender, age, race). 

Bar Chart (Approval Rate 

by Gender, Age Group) 

False Positive Rate 
Shows how often the model incorrectly 

predicts a positive outcome for each group. 

Grouped Bar Chart (Error 

Rate per Group) 

False Negative Rate 
Highlights incorrect negative predictions for 

each demographic group. 

Grouped Bar Chart (Error 

Rate per Group) 

Disparate Impact 

Ratio 

Measures whether certain groups are 

disproportionately impacted by the model's 

decisions. 

Pie or Heatmap (Bias Ratio 

by Group) 

Feature 

Contribution 

Examines which features (like age, income) 

influence predictions the most. 

Scatter Plot (Feature 

Influence vs Group) 
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Fairness Metrics 

Compares model performance and fairness 

scores across different demographic groups 

(e.g., gender parity, income fairness). 

Line Plot (Fairness Score 

Over Time) 

 

Πίνακες εργαλείων απόδοσης(Performance Dashboards): Οι πίνακες εργαλείων απόδοσης μπορούν να 

χρησιμοποιηθούν για την οπτικοποίηση της ακρίβειας του μοντέλου και άλλων μετρήσεων απόδοσης 

με την πάροδο του χρόνου σε διαφορετικά σύνολα δεδομένων[14].  Παρακάτω παραθέτουμε ένα 

δείγμα τέτοιου πίνακα: 

Metric Description Example Visualization 

Accuracy 
Measures the percentage of correct predictions out of 

total predictions. 

Line Plot (Accuracy Over 

Time) 

Precision 
Shows how often the model's positive predictions are 

correct. 

Line Plot (Precision for 

Each Class) 

Recall Measures how well the model identifies actual positives. 
Line Plot (Recall vs False 

Negative Rate) 

F1 Score 
A harmonic mean of precision and recall, indicating 

overall balance. 

Line Plot (F1 Score Over 

Time) 

Model 

Drift 

Tracks changes in model performance over time, 

signaling if retraining is needed. 
Line Plot (Drift vs Time) 

Latency 
Time taken for the model to make predictions, 

important for real-time systems. 

Bar Chart (Latency per 

Request) 

 

Αυτός ο πίνακας βοηθά στην παρακολούθηση της απόδοσης του μοντέλου. Για παράδειγμα, εάν η 

μέτρηση μετατόπισης μοντέλου (Model Drift) δείξει ότι η ακρίβεια του μειώνεται με την πάροδο του 

χρόνου, θα μπορούσε να σημαίνει ότι το μοντέλο χρειάζεται επανεκπαίδευση ή προσαρμογές. 

4.2.2 Αναφορές 

Αναφορές ανάλυσης μεροληψίας (Bias Analysis Reports): Οι αναφορές ανάλυσης μεροληψίας 

παρέχουν μια λεπτομερή ανάλυση των πιθανών πηγών μεροληψίας στο μοντέλο, 

συμπεριλαμβανομένων των δεδομένων που χρησιμοποιούνται για την εκπαίδευση του μοντέλου και 

της αρχιτεκτονικής του μοντέλου. Μπορούν να χρησιμοποιηθούν για τον εντοπισμό περιοχών όπου το 

μοντέλο μπορεί να είναι προκατειλημμένο και να προτείνουν τρόπους μετριασμού αυτών των 

προκαταλήψεων. Παρακάτω βλέπουμε ένα δείγμα τέτοιας αναφοράς σχετικά με την περίπτωση 

αποδοχής ή όχι αίτησης δανείου από έναν οργανισμό: 

Bias Analysis Report for AI Model: Loan Approval System v1.0 

Date: October 1, 2024 

Prepared by: AI Ethics & Monitoring Team 
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Model Type: Supervised Machine Learning (Classification) 

Dataset: Loan application data (100,000 records, including demographic data) 

 

 Objective: 

The purpose of this bias analysis is to evaluate whether the loan approval model exhibits biased 

behavior toward specific demographic groups such as gender, age, race, or income level. The 

analysis aims to identify any disparities in predictions and approval rates among these groups. 

 

  Summary of Results: 

 Approval Rate by Gender: 
o Males: 68% approval 
o Females: 62% approval 
o Difference: 6% higher approval rate for males 

 Approval Rate by Race: 
o White: 70% approval 
o Black: 55% approval 
o Hispanic: 65% approval 
o Difference: 15% higher approval rate for white applicants compared to black applicants 

 Approval Rate by Income: 
o Income > $80,000: 75% approval 
o Income < $40,000: 50% approval 
o Difference: 25% higher approval rate for higher-income applicants 

 
 Metrics Analyzed: 

 False Positive Rate (FPR): 
o By Gender: FPR for males is 7%, while FPR for females is 12%. This indicates that the 

model is more likely to incorrectly approve female applicants. 
o By Race: FPR for black applicants is 18%, significantly higher than the 9% FPR for white 

applicants. 
 False Negative Rate (FNR): 

o By Income: FNR for low-income applicants is 45%, meaning that nearly half of low-
income applicants who should have been approved are rejected. 

 Disparate Impact Ratio: 
o By Race: The ratio of approval rates between white and black applicants is 0.79, which 

falls below the acceptable threshold of 0.80, suggesting a potential bias issue. 

 
 Visualizations: 
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 Bar Chart: Approval rate by gender, showing a 6% gap between male and female applicants. 
 Heatmap: Error rates by race, with significantly higher error rates for black applicants compared 

to other groups. 

 
 Analysis & Insights: 

 Gender Bias: The model appears to favor male applicants slightly more than female applicants, 
although the gap (6%) is within acceptable limits. However, the higher false positive rate for 
females suggests over-approving female applicants incorrectly. 

 Racial Bias: The most significant bias is found in race, with white applicants having a 15% higher 
approval rate than black applicants. The disparate impact ratio (0.79) indicates a strong 
potential for biased behavior, especially in favor of white applicants. 

 Income Bias: The model favors high-income applicants, with a 25% gap in approval rates 
between high- and low-income groups. The false negative rate for low-income applicants is 
especially concerning, indicating that many qualified low-income applicants are being rejected. 

 

 Recommendations: 

1. Model Retraining: Retrain the model using a balanced dataset that corrects for demographic 
imbalances in gender, race, and income distribution. 

2. Fairness Constraints: Implement fairness constraints within the model to equalize approval 
rates across demographics. 

3. Regular Bias Monitoring: Continue monitoring for bias every 3 months to ensure fairness over 
time. 

  

Αναφορές ανάλυσης απόδοσης(Performance analysis reports): Οι αναφορές ανάλυσης απόδοσης 

παρέχουν μια λεπτομερή ανάλυση της απόδοσης του μοντέλου σε διαφορετικά σύνολα δεδομένων και 

σε διαφορετικά σενάρια. Μπορούν να χρησιμοποιηθούν για τον εντοπισμό περιοχών όπου το μοντέλο 

ενδέχεται να παρουσιάζει χαμηλή απόδοση και να προτείνουν τρόπους βελτίωσης της απόδοσής του. 

Παραθέτουμε κι εδώ ένα δείγμα αναφοράς ανάλυσης απόδοσης σχετικά με την προηγούμενη 

περίπτωση του δανείου: 

 

Performance Analysis Report for AI Model: Loan Approval System v1.0 

Date: October 19, 2024 

Prepared by: AI Performance Monitoring Team 

Model Type: Supervised Machine Learning (Classification) 

Dataset: Loan application data (100,000 records) 
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 Objective: 

The goal of this performance analysis is to evaluate the overall efficiency and accuracy of the 

loan approval model, ensuring that it maintains a high level of performance in terms of accuracy, 

precision, recall, and speed over time. 

 

 Summary of Results: 

 Accuracy: 87% on the validation dataset 
 Precision: 85% for approved loans, 78% for denied loans 
 Recall: 80% for approved loans, 82% for denied loans 
 F1 Score: 82% 
 Model Latency: Average prediction time of 1.2 seconds per request 
 Model Drift: Slight performance degradation (3%) observed over the past 6 months 

 
 Metrics Analyzed: 

 Accuracy Over Time: 
o Initial accuracy: 90% 
o Current accuracy: 87% 
o Change: 3% decrease in accuracy over the last 6 months, indicating potential model 

drift. 

 Precision and Recall: 
o Precision for approved loans: 85% 
o Recall for approved loans: 80% 
o Precision for denied loans: 78% 
o Recall for denied loans: 82% 
o The balanced precision and recall suggest that the model is neither over-approving nor 

over-denying loans. 

 F1 Score: 
o Overall F1 score: 82%, indicating a good balance between precision and recall. 

 Model Latency: 
o Average latency: 1.2 seconds 
o The latency is within acceptable limits for real-time decision-making systems, ensuring 

the model can respond promptly to requests. 

 
 Visualizations: 

 Line Plot: Accuracy over time, showing a 3% decrease over the last 6 months. 
 Confusion Matrix: Displays true positives, false positives, true negatives, and false negatives for 

approved and denied loans. 
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 ROC Curve: Shows the trade-off between true positive and false positive rates across various 
decision thresholds. 

 
 Analysis & Insights: 

 Performance Degradation (Model Drift): The 3% drop in accuracy over time suggests 

the model is drifting, likely due to changes in the data distribution or patterns of 

applicants. This means the model may no longer be as effective at making accurate 

predictions as it was initially. 

 Balanced Precision & Recall: The model maintains a good balance between approving 

correct loans and denying incorrect ones, as seen in its relatively high precision and recall 

scores. 

 Latency: The low latency (1.2 seconds) ensures that the model can handle real-time 

requests efficiently, which is crucial for systems like loan approvals. 

 

 Recommendations: 

1. Model Retraining: Retrain the model on fresh data to address the slight drift in accuracy. 
2. Regular Monitoring: Implement continuous monitoring for model drift to detect performance 

degradation earlier. 
3. Threshold Tuning: Fine-tune the decision threshold to improve precision and recall further, if 

necessary. 
4. Update Feature Engineering: Review and update feature engineering to ensure that new trends 

in the data are captured. 

 

4.3 Τεχνικές Ερμηνείας Μοντέλων 

Οι τεχνικές ερμηνείας μοντέλων είναι ένα σύνολο εργαλείων για να εξηγηθεί το πώς ένα μοντέλο 

τεχνητής νοημοσύνης λαμβάνει αποφάσεις. Οι τεχνικές ερμηνείας μοντέλων μπορούν να 

περιλαμβάνουν τεχνικές όπως η ανάλυση σημασίας χαρακτηριστικών, το SHAP (SHapley Additive 

Explanations) και το LIME (Local Interpretable Model-agnostic Explanations)[15]. Η ανάλυση σημασίας 

χαρακτηριστικών είναι μια τεχνική που μπορεί να χρησιμοποιηθεί για τον προσδιορισμό των 

χαρακτηριστικών που είναι πιο σημαντικά για τις προβλέψεις ενός μοντέλου AI. Το SHAP και το LIME 

είναι τεχνικές που μπορούν να χρησιμοποιηθούν για να εξηγήσουν μεμονωμένες προβλέψεις που 

γίνονται από ένα μοντέλο AI. Και αυτές οι τεχνικές παρέχουν πληροφορίες για πιθανές προκαταλήψεις 

ή σφάλματα στο μοντέλο. 

4.4 Εργαλεία Οπτικοποίησης 

Τα εργαλεία οπτικοποίησης είναι ένα σύνολο εργαλείων που μπορούν να χρησιμοποιηθούν για την 

αναπαράσταση πληροφοριών ιχνηλασιμότητας τεχνητής νοημοσύνης σε μια εύκολα κατανοητή μορφή. 



21 
 

Τα εργαλεία οπτικοποίησης μπορούν να περιλαμβάνουν εργαλεία όπως scatter plots, heat maps, box 

plots, and network diagrams. 

 

4.5 Προκλήσεις σχετικά με τη χρήση των εργαλείων 

Ενώ οι κάρτες μοντέλων, οι περιλήψεις μοντέλων, οι τεχνικές ερμηνείας μοντέλων και τα εργαλεία 

οπτικοποίησης μπορεί να είναι χρήσιμα για τη σύνοψη των πληροφοριών, υπάρχουν ορισμένες 

προκλήσεις που σχετίζονται με τη χρήση τους. Μια πρόκληση είναι ότι οι πληροφορίες που 

περιλαμβάνονται σε αυτά τα εργαλεία μπορεί να είναι πολύπλοκες και τεχνικές, γεγονός που καθιστά 

δύσκολη την κατανόηση τους. Για την αντιμετώπιση αυτής της πρόκλησης, είναι σημαντικό να 

παρέχουμε σαφείς εξηγήσεις για τις πληροφορίες που περιλαμβάνονται σε αυτά τα εργαλεία και να 

χρησιμοποιείται απλή γλώσσα όποτε είναι δυνατόν [17]. 

Μια άλλη πρόκληση είναι ότι διαφορετικοί ενδιαφερόμενοι μπορεί να έχουν διαφορετικές ανάγκες και 

προτιμήσεις για τον τρόπο παρουσίασης των πληροφοριών. Για παράδειγμα, ορισμένοι 

ενδιαφερόμενοι μπορεί να προτιμούν τις οπτικοποιήσεις, ενώ άλλοι μπορεί να προτιμούν γραπτές 

αναφορές. Για να αντιμετωπιστεί αυτό, είναι σημαντικό να παρέχουμε διαφορετικές επιλογές για τη 

σύνοψη των πληροφοριών ιχνηλασιμότητας της τεχνητής νοημοσύνης και να προσαρμόσουμε τις 

πληροφορίες στις συγκεκριμένες ανάγκες των διαφορετικών ενδιαφερομένων [18]. 

Τέλος, μπορεί να υπάρχουν προκλήσεις που σχετίζονται με τη διατήρηση αυτών των εργαλείων 

ενημερωμένα καθώς τα μοντέλα τεχνητής νοημοσύνης εξελίσσονται και νέα δεδομένα γίνονται 

διαθέσιμα. Για την αντιμετώπιση όλων των παραπάνω, είναι σημαντικό να υπάρχουν διαδικασίες για 

την ενημέρωση και τη συντήρηση αυτών των εργαλείων με την πάροδο του χρόνου [6]. 

Σε αυτό το κεφάλαιο, συζητήσαμε διάφορα εργαλεία και τεχνικές για τη σύνοψη των πληροφοριών 

ιχνηλασιμότητας AI. Οι κάρτες μοντέλων, οι περιλήψεις μοντέλων, οι τεχνικές ερμηνείας μοντέλων και 

τα εργαλεία οπτικοποίησης μπορούν όλα να χρησιμοποιηθούν για να παρέχουν μια σαφή και 

συνοπτική κατανόηση του πώς λειτουργούν τα μοντέλα τεχνητής νοημοσύνης και πώς 

χρησιμοποιούνται. 

Οι κάρτες μοντέλων παρέχουν μια τυποποιημένη μορφή για τη σύνοψη πληροφοριών σχετικά με 

μοντέλα τεχνητής νοημοσύνης, ενώ οι περιλήψεις μοντέλων παρέχουν μια συνοπτική περίληψη 

βασικών πληροφοριών για ένα μοντέλο. Οι τεχνικές ερμηνείας μοντέλων μπορούν να χρησιμοποιηθούν 

για την καλύτερη κατανόηση του τρόπου με τον οποίο ένα μοντέλο τεχνητής νοημοσύνης λαμβάνει 

αποφάσεις και τα εργαλεία οπτικοποίησης μπορούν να χρησιμοποιηθούν για να βοηθήσουν τους 

ενδιαφερόμενους να κατανοήσουν καλύτερα τα δεδομένα που χρησιμοποιούνται για την εκπαίδευση 

ενός μοντέλου τεχνητής νοημοσύνης. 

Ενώ υπάρχουν ορισμένες προκλήσεις που σχετίζονται με τη χρήση αυτών των εργαλείων, η συνεχής 

ανάπτυξη και βελτίωση αυτών των εργαλείων θα είναι σημαντική καθώς η τεχνητή νοημοσύνη 

συνεχίζει να διαδραματίζει ολοένα και πιο σημαντικό ρόλο στην κοινωνία. Στο μέλλον, μπορούμε να 
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περιμένουμε να δούμε συνεχή ανάπτυξη νέων εργαλείων και τεχνικών για τη σύνοψη των 

πληροφοριών ιχνηλασιμότητας της τεχνητής νοημοσύνης. 

Συνολικά, η χρήση αυτών των εργαλείων μπορεί να συμβάλει στη βελτίωση και ανάπτυξη της τεχνητής 

νοημοσύνης, κάτι που είναι κρίσιμο για τη διασφάλιση ότι η τεχνητή νοημοσύνη χρησιμοποιείται με 

υπεύθυνο και ηθικό τρόπο. Παρέχοντας στους ενδιαφερόμενους σαφείς και συνοπτικές πληροφορίες 

σχετικά με τον τρόπο λειτουργίας των μοντέλων τεχνητής νοημοσύνης, μπορούμε να συμβάλουμε στην 

οικοδόμηση εμπιστοσύνης στην τεχνητή νοημοσύνη και να διασφαλίσουμε ότι χρησιμοποιείται με 

τρόπο που ωφελεί την κοινωνία. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Κεφάλαιο 5: Βέλτιστες πρακτικές για AI Traceability 
 

5.1 Διαχείριση Δεδομένων (Data Governance) 

Η διαχείριση δεδομένων (Data Governance) περιλαμβάνει τη διαχείριση της διαθεσιμότητας, της 

χρηστικότητας, της ακεραιότητας και της ασφάλειας των δεδομένων που χρησιμοποιούνται σε μοντέλα 

τεχνητής νοημοσύνης. Η αποτελεσματικότητα της διασφαλίζει ότι τα δεδομένα που χρησιμοποιούνται 

στα μοντέλα τεχνητής νοημοσύνης είναι αξιόπιστα, ακριβή και συνεπή. Η διακυβέρνηση δεδομένων 

περιλαμβάνει τα ακόλουθα: 
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Διαχείριση ποιότητας δεδομένων(Data Quality Management): Η διαχείριση ποιότητας δεδομένων 

περιλαμβάνει τη διασφάλιση ότι τα δεδομένα που χρησιμοποιούνται στα μοντέλα τεχνητής 

νοημοσύνης είναι ακριβή, πλήρη και αξιόπιστα. Αυτό μπορεί να επιτευχθεί μέσω καθαρισμού 

δεδομένων, δημιουργίας προφίλ δεδομένων και επικύρωσης δεδομένων [21]. 

Γραμμή δεδομένων(Data Lineage): Η σειρά δεδομένων περιλαμβάνει την παρακολούθηση της κίνησης 

των δεδομένων από την πηγή τους στον προορισμό τους. Αυτό βοηθά να διασφαλιστεί ότι τα δεδομένα 

που χρησιμοποιούνται σε μοντέλα τεχνητής νοημοσύνης είναι ανιχνεύσιμα και ελεγχόμενα[22]. 

Απόρρητο δεδομένων(Data Privacy): Το απόρρητο δεδομένων περιλαμβάνει την προστασία του 

απορρήτου και της εμπιστευτικότητας των δεδομένων που χρησιμοποιούνται σε μοντέλα τεχνητής 

νοημοσύνης. Αυτό μπορεί να επιτευχθεί μέσω της κρυπτογράφησης δεδομένων, της κάλυψης 

δεδομένων και των ελέγχων πρόσβασης δεδομένων [23]. 

 

5.2 Διαχείρηση Μοντέλων (Model Governance) 

Η διαχείρηση μοντέλων(Model Governance) διασφαλίζει ότι τα μοντέλα τεχνητής νοημοσύνης 

φτιάχνονται και αναπτύσσονται με υπεύθυνο και ηθικό τρόπο. Περιλαμβάνει τη θέσπιση πολιτικών και 

διαδικασιών για την δημιουργία, την επικύρωση και την ανάπτυξη μοντέλων τεχνητής νοημοσύνης. 

Αυτές οι πολιτικές και οι διαδικασίες θα πρέπει να σχεδιάζονται έτσι ώστε να διασφαλίζουν ότι τα 

μοντέλα τεχνητής νοημοσύνης αναπτύσσονται με τρόπο που να συνάδει με ηθικές, νομικές και 

κανονιστικές αρχές. 

Περιλαμβάνει τα ακόλουθα: 

Επικύρωση μοντέλου: Η επικύρωση μοντέλου περιλαμβάνει τη δοκιμή μοντέλων τεχνητής νοημοσύνης 

για να διασφαλιστεί ότι είναι ακριβή και αξιόπιστα. Αυτό μπορεί να επιτευχθεί μέσω διαφόρων 

τεχνικών, όπως cross-validation, A/B testing και hold-out testing [24]. 

Παρακολούθηση μοντέλου: Η παρακολούθηση μοντέλων περιλαμβάνει τη συνεχή παρακολούθηση 

μοντέλων τεχνητής νοημοσύνης για τον εντοπισμό τυχόν προβλημάτων ή αλλαγών στην απόδοσή τους. 

Αυτό μπορεί να επιτευχθεί μέσω αυτοματοποιημένων εργαλείων και τεχνικών παρακολούθησης, όπως 

η ανίχνευση ολίσθησης και η εννοιολογική ανίχνευση ολίσθησης(drift detection and concept drift 

detection) [25]. 

Εκδόσεις μοντέλου(Versioning): Περιλαμβάνει την παρακολούθηση των διαφορετικών εκδόσεων 

μοντέλων τεχνητής νοημοσύνης και της σχετικής τεκμηρίωσης. Αυτό βοηθά να διασφαλιστεί ότι τα 

μοντέλα τεχνητής νοημοσύνης είναι ανιχνεύσιμα και ελεγχόμενα [26]. 

Μία από τις βασικές πτυχές της, είναι η διασφάλιση ότι τα μοντέλα τεχνητής νοημοσύνης 

αναπτύσσονται χρησιμοποιώντας δεδομένα υψηλής ποιότητας που είναι ακριβή, αξιόπιστα και 

αντιπροσωπευτικά του πληθυσμού που εξυπηρετείται. Αυτό απαιτεί τη θέσπιση προτύπων ποιότητας 

δεδομένων και την εφαρμογή ελέγχων ποιότητας δεδομένων σε όλη τη διαδικασία ανάπτυξης του 

μοντέλου [27]. Επιπλέον, είναι σημαντικό να θεσπιστούν διαδικασίες για την παρακολούθηση και την 
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ενημέρωση των μοντέλων τεχνητής νοημοσύνης για να διασφαλιστεί ότι θα συνεχίσουν να αποδίδουν 

αποτελεσματικά με την πάροδο του χρόνου. 

Μια άλλη σημαντική πτυχή της διακυβέρνησης του μοντέλου είναι η θέσπιση διαδικασιών για την 

επικύρωση και τη δοκιμή του μοντέλου. Η επικύρωση μοντέλου περιλαμβάνει τη δοκιμή μοντέλων 

τεχνητής νοημοσύνης για να διασφαλιστεί ότι είναι ακριβή, αξιόπιστα και αμερόληπτα. Αυτό συνήθως 

περιλαμβάνει τη δοκιμή μοντέλων AI σε ιστορικά δεδομένα για την επαλήθευση της ακρίβειας και της 

αξιοπιστίας τους, καθώς και τη δοκιμή τους σε νέα δεδομένα για να διασφαλιστεί ότι μπορούν να 

γενικευτούν σε νέες καταστάσεις [28]. 

Τέλος, η διαχείρηση μοντέλων(Model Governance)  περιλαμβάνει τη θέσπιση διαδικασιών για την 

ανάπτυξη μοντέλων τεχνητής νοημοσύνης με τρόπο που να συνάδει με ηθικές και νομικές απαιτήσεις. 

Αυτό περιλαμβάνει τη διασφάλιση ότι τα μοντέλα τεχνητής νοημοσύνης δεν χρησιμοποιούνται με 

τρόπο που να εισάγει διακρίσεις σε βάρος οποιασδήποτε συγκεκριμένης ομάδας ατόμων και ότι 

αναπτύσσονται με διαφάνεια, ώστε όλοι οι χρήστες να κατανοούν πώς χρησιμοποιούνται [6]. 

 

5.3 Τυποποιημένη τεκμηρίωση 

Μια τυποποιημένη τεκμηρίωση είναι ζωτικής σημασίας για τη διασφάλιση ότι οι πληροφορίες 

ιχνηλασιμότητας συλλέγονται και κοινοποιούνται αποτελεσματικά μεταξύ διαφορετικών 

ενδιαφερομένων. Αυτό περιλαμβάνει την ανάπτυξη τυποποιημένων προτύπων και οδηγιών για την 

τεκμηρίωση μοντέλων τεχνητής νοημοσύνης και των σχετικών δεδομένων τους. Μια τυποποιημένη 

τεκμηρίωση περιλαμβάνει τα ακόλουθα: 

Τεκμηρίωση μοντέλου: Περιλαμβάνει πληροφορίες όπως ο σκοπός, οι είσοδοι, οι έξοδοι του μοντέλου 

και οι μετρήσεις απόδοσης[28]. 

Τεκμηρίωση δεδομένων: Περιλαμβάνει πληροφορίες σχετικά με τα δεδομένα που χρησιμοποιούνται 

στο μοντέλο, όπως η πηγή τους, η ποιότητα τους και η αρχική μορφή τους [25]. 

Τεκμηρίωση κώδικα: Περιλαμβάνει πληροφορίες σχετικά με τον κώδικα που χρησιμοποιείται για την 

ανάπτυξη του μοντέλου AI, όπως η δομή, οι λειτουργίες και οι αλγόριθμοί του [29]. 

Μια σημαντική πτυχή της τυποποιημένης τεκμηρίωσης είναι η διασφάλιση ότι είναι συνεπής με τις 

σχετικές νομικές και κανονιστικές απαιτήσεις. Αυτό μπορεί να περιλαμβάνει απαιτήσεις για το 

απόρρητο και την ασφάλεια των δεδομένων, καθώς και απαιτήσεις για διαφάνεια στην ανάπτυξη και 

εφαρμογή της τεχνητής νοημοσύνης [26]. 

Επιπλέον, η τυποποιημένη τεκμηρίωση θα πρέπει να σχεδιάζεται ώστε να είναι προσβάσιμη και 

κατανοητή από διαφορετικούς ενδιαφερόμενους φορείς, συμπεριλαμβανομένων τεχνικών και μη 

τεχνικών χρηστών. Αυτό μπορεί να περιλαμβάνει τη χρήση απλής γλώσσας και οπτικών βοηθημάτων 

για τη μετάδοση σύνθετων πληροφοριών με έναν εύκολα κατανοητό τρόπο [24]. 
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5.4 Συλλογική προσέγγιση 

Η ιχνηλασιμότητα της τεχνητής νοημοσύνης είναι μια πολύπλοκη και πολύπλευρη διαδικασία που 

απαιτεί συνεργασία μεταξύ διαφορετικών ενδιαφερομένων, συμπεριλαμβανομένων επιστημόνων 

δεδομένων, μηχανικών, ηγετών επιχειρήσεων και τελικών χρηστών. Μια συλλογική προσέγγιση 

περιλαμβάνει τη δημιουργία διαλειτουργικών ομάδων και διαδικασιών για την ανάπτυξη, την 

επικύρωση και την εφαρμογή μοντέλων τεχνητής νοημοσύνης, καθώς και για τη λήψη και την 

επικοινωνία πληροφοριών ιχνηλασιμότητας τεχνητής νοημοσύνης. 

Μια συλλογική προσέγγιση περιλαμβάνει τα ακόλουθα: 

Διαλειτουργικές ομάδες: Οι διαλειτουργικές ομάδες περιλαμβάνουν τη συγκέντρωση ατόμων από 

διαφορετικά τμήματα για να εργαστούν στην ανάπτυξη και την εφαρμογή μοντέλων τεχνητής 

νοημοσύνης [31]. 

Συμμετοχή ενδιαφερομένων: Περιλαμβάνει τη συμμετοχή ενδιαφερομένων, όπως πελάτες, 

ρυθμιστικές αρχές και ομάδες του κλάδου [32]. 

Διαφανής επικοινωνία: Περιλαμβάνει την ανοιχτή και διαφανή επικοινωνία σχετικά με την ανάπτυξη 

και την εφαρμογή μοντέλων τεχνητής νοημοσύνης[30]. 

Σημαντικό στοιχείο είναι επίσης το επίπεδο δέσμευσης ενδιαφερομένων και την ανάδραση για να 

διασφαλιστεί ότι τα μοντέλα τεχνητής νοημοσύνης δημιουργούνται με τρόπο που να ανταποκρίνεται 

στις ανάγκες των τελικών χρηστών και όχι μόνο. Απαραίτητη θα μπορούσε να θεωρηθεί μια διεξαγωγή 

έρευνας μεταξύ χρηστών και δοκιμών χρηστικότητας, καθώς και την αναζήτηση σχολίων από 

εσωτερικούς και εξωτερικούς ενδιαφερόμενους σχετικά με μοντέλα αυτά [9]. 

 

 

 

 

Κεφάλαιο 6: Βασικές παράμετροι μοντέλου για Αυτόνομα Οχήματα 
Χρόνο με το χρόνο όλο και περισσότερο βρισκόμαστε πιο κοντά στο ουτοπικό σενάριο της αυτόνομης 

συγκοινωνίας. Οι αυτοκινητοβιομηχανίες έχουν πλέον εγκαταστήσει κάποια συστήματα αυτοματισμού 

σε όλα τα νεα παραγόμενα αυτοκινητά τους, όπως η ειδοποίηση προσπέλασης διαχωριστικών 

γραμμών στο οδόστρωμα, αυτόματη πέδηση για αποφυγή σύγκρουσης κ.α. Σε αυτό τον τομέα η Tesla 

Motors θεωρείται πρωτοπόρος και η 1η εταιρία η οποία έθεσε σε εφαρμογή συστημα αυτόματης 

οδήγησης από ένα σημείο Α σε ένα σημείο Β. Δυστυχώς ενώ υπήρξαν πολλαπλά τεστ πριν αυτό το 

σύστημα γίνει διαθέσιμο προς χρήση, σε πραγματικές συνθήκες δεν έλειψαν τα ατυχήματα και μάλιστα 

κάποια από αυτά θανατηφόρα. Είναι εύκολο λοιπόν να δούμε τη χρησιμότητα της ιχνηλασιμότητας 

πάνω σε ένα τέτοιο σενάριο που αφορά μια αυτοματοποιημένη κίνηση ενός οχήματος.  
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Παρακάτω είναι ένα απλοποιημένο παράδειγμα στη C++ που απεικονίζει έναν βασικό μηχανισμό 

καταγραφής για την ιχνηλασιμότητα της τεχνητής νοημοσύνης. 

C++ 

#include <iostream> 

#include <fstream> 

#include <ctime> 

 

// Function to log AI traceability information 

void logTraceability(const std::string& logMessage) { 

    // Get the current date and time 

    time_t now = time(0); 

    tm* localTime = localtime(&now); 

     

    // Open a log file in append mode 

    std::ofstream logFile("ai_traceability_log.txt", std::ios::app); 

     

    // Log the current date and time along with the message 

    logFile << "[" << localTime->tm_year + 2024 << "-" 

            << localTime->tm_mon + 1 << "-" 

            << localTime->tm_mday << " " 

            << localTime->tm_hour << ":" 

            << localTime->tm_min << ":" 

            << localTime->tm_sec << "] " 

            << logMessage << std::endl; 

     

    // Close the log file 
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    logFile.close(); 

} 

 

int main() { 

    // Example AI model decision 

    double decision = 0.85; 

 

    // Log the decision for traceability 

    logTraceability("AI model made a decision: " + std::to_string(decision)); 

 

    // Your AI model code goes here... 

 

    return 0; 

} 

 

We can analyze the provided C++ code step by step. 

Includes and Namespace 

cpp 
Copy code 
#include <iostream> 
#include <fstream> 
#include <ctime> 

 #include <iostream>: This header allows the program to use input and output streams (e.g., 

std::cout, std::cin). 
 #include <fstream>: file stream operations, enabling reading from and writing to files. 
 #include <ctime>: This header is used for manipulating date and time, allowing the program 

to obtain the current date and time. 

Log Function 

cpp 
Copy code 
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void logTraceability(const std::string& logMessage) { 

 This function is designed to log traceability information, taking a string logMessage as an 
argument. 

a. Getting Current Time 

cpp 
Copy code 
time_t now = time(0); 
tm* localTime = localtime(&now); 

 time(0): Retrieves the current time as a time_t object. 
 localtime(&now): Converts the time_t to local time, returning a pointer to a tm structure 

containing the calendar date and time. 

b. File Operations 

cpp 
Copy code 
std: :ofstream logFile("ai_traceability_log.txt", std:: ios::app); 

 std::ofstream: Creates an output file stream for writing to files. 
 "ai_traceability_log.txt": Specifies the name of the log file. 
 std::ios::app: Opens the file in append mode, meaning new log entries will be added to the 

end of the file without erasing existing content. 

c. Writing to the Log File 

cpp 
Copy code 
logFile << "[" << localTime->tm_year + 2024 << "-" 
        << localTime->tm_mon + 1 << "-" 
        << localTime->tm_mday << " " 
        << localTime->tm_hour << ":" 
        << localTime->tm_min << ":" 
        << localTime->tm_sec << "] " 
        << logMessage << std::endl; 

 This part constructs a timestamp string using the components of the tm structure (adjusting 
tm_year and tm_mon since they are zero-indexed) and appends the logMessage. 

 std::endl: Inserts a newline character and flushes the stream. 

d. Closing the File 

cpp 
Copy code 
logFile.close(); 

 Closes the file stream, ensuring all data is written and resources are freed. 
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Main Function 

cpp 
Copy code 
int main() { 

 The entry point of the program. 

a. Decision Variable 

cpp 
Copy code 
double decision = 0.85; 

 An example variable simulating an AI model's decision with a value of 0.85. 

b. Logging the Decision 

cpp 
Copy code 
logTraceability("AI model made a decision: " + std::to_string(decision)); 

 Calls the logTraceability function, passing a message that includes the decision value 
converted to a string using std::to_string(). 

c. Placeholder for AI Code 

cpp 
Copy code 
// Your AI model code goes here... 

 A comment indicating where additional AI-related code would be implemented. 

Return Statement 

cpp 
Copy code 
return 0; 

 Indicates successful completion of the program. 

Το παραπάνω είναι ένα πρόγραμμα που παρέχει έναν απλό τρόπο καταγραφής μηνυμάτων που 

σχετίζονται με αποφάσεις μοντέλου ΑΙ με χρονικές σημάνσεις σε ένα αρχείο κειμένου.  

Αυτό είναι ένα βασικό παράδειγμα και σε ένα σενάριο πραγματικού κόσμου, θα πρέπει να επεκτείνεται 

τη συνάρτηση logTraceability για να καταγράψει πιο λεπτομερείς πληροφορίες, όπως έκδοση 

μοντέλου, πληροφορίες δεδομένων και τυχόν σχετικές υπερπαράμετρους. Οι πληροφορίες που 

καταγράφονται μπορούν στη συνέχεια να χρησιμοποιηθούν για έλεγχο, εντοπισμό σφαλμάτων και 
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κατανόηση των αποφάσεων που λαμβάνονται από το μοντέλο AI. Εννοείται πως μια πραγματική 

υλοποίηση θα εξαρτηθεί από τις ιδιαιτερότητες του μοντέλου τεχνητής νοημοσύνης και το περιβάλλον 

στο οποίο αναπτύσσεται.  

 

6.1 Ιχνηλασιμότητα σε αυτόνομα οχήματα   

Η εφαρμογή της ιχνηλασιμότητας σε αυτόνομα οχήματα περιλαμβάνει τη συλλογή και τεκμηρίωση 

ενός ευρέος φάσματος πληροφοριών, συμπεριλαμβανομένων των δεδομένων που χρησιμοποιούνται 

για εκπαίδευση, των εκδόσεων μοντέλων, των δεδομένων αισθητήρων και των αποφάσεων που 

λαμβάνονται κατά τη λειτουργία ενός οχήματος. Ακολουθεί ένα παράδειγμα στη C++ για να δείξουμε 

πώς μπορεί να δομηθεί ένα βασικό μοντέλο ιχνηλασιμότητας AI για αυτόνομα οχήματα: 

#include <iostream> 

#include <fstream> 

#include <ctime> 

#include <string> 

 

// Class to represent Autonomous Vehicle AI Model 

class AutonomousVehicleAI { 

public: 

    void operate() { 

        // Example autonomous vehicle operation 

        double decision = makeDecision(); 

 

        // Log traceability information 

        logTraceability("Autonomous vehicle made a decision: " + std::to_string(decision)); 

    } 

 

private: 

    double makeDecision() { 



31 
 

        // Example AI model decision-making logic 

        // ... 

 

        return 0.85; // Example decision value 

    } 

 

    // Function to log AI traceability information 

    void logTraceability(const std::string& logMessage) { 

        // Get the current date and time 

        time_t now = time(0); 

        tm* localTime = localtime(&now); 

 

        // Open a log file in append mode 

        std::ofstream logFile("autonomous_vehicle_traceability_log.txt", std::ios::app); 

 

        // Log the current date and time along with the message 

        logFile << "[" << localTime->tm_year + 2024 << "-" 

                << localTime->tm_mon + 1 << "-" 

                << localTime->tm_mday << " " 

                << localTime->tm_hour << ":" 

                << localTime->tm_min << ":" 

                << localTime->tm_sec << "] " 

                << logMessage << std::endl; 

 

        // Close the log file 
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        logFile.close(); 

    } 

}; 

 

int main() { 

    // Create an instance of the Autonomous Vehicle AI Model 

    AutonomousVehicleAI autonomousVehicleAI; 

 

    // Operate the autonomous vehicle 

    autonomousVehicleAI.operate(); 

 

    // Your autonomous vehicle control code goes here... 

 

    return 0; 

} 

Code explanation: 
cpp 
Copy code 
#include <iostream> 
#include <fstream> 
#include <ctime> 
#include <string> 

 These headers serve the same purpose as in the previous example: 
o <iostream>: For input and output operations. 
o <fstream>: For file operations. 
o <ctime>: For date and time handling. 
o <string>: To use the std::string class for string manipulation. 

 

Class Definition 

cpp 
Copy code 
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class AutonomousVehicleAI { 
public: 
    void operate() { 

 class AutonomousVehicleAI: Defines a class representing the AI model for an autonomous 
vehicle. 

 public:: Members defined here are accessible from outside the class. 
 void operate(): Public method that simulates the operation of the autonomous vehicle. 

Operation Method 

cpp 
Copy code 
double decision = makeDecision(); 
logTraceability("Autonomous vehicle made a decision: " + std::to_string(decision)); 

 makeDecision(): This method is called to generate a decision value for the vehicle’s 
operation. 

 logTraceability(...): Logs the decision made by the vehicle, converting the decision 
value to a string. 

Private Members 

cpp 
Copy code 
private: 
    double makeDecision() { 

 private:: Members defined here are accessible only within the class. 
 double makeDecision(): Private method simulating the decision-making logic of the AI 

model. 

a. Decision Logic 

cpp 
Copy code 
return 0.85; // Example decision value 

 This function currently returns a hardcoded value (0.85) as a placeholder for actual decision-
making logic. 

Logging Method 

cpp 
Copy code 
void logTraceability(const std::string& logMessage) { 

 This method is similar to the previous example, handling the logging of traceability information. 
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a. Getting Current Time 

 The code retrieves the current local time using the same methods as before: 

cpp 
Copy code 
time_t now = time(0); 
tm* localTime = localtime(&now); 

b. Writing to Log File 

cpp 
Copy code 
std::ofstream logFile("autonomous_vehicle_traceability_log.txt", std::ios::app); 

 Opens a log file named "autonomous_vehicle_traceability_log.txt" in append mode. 

c. Logging the Message 

cpp 
Copy code 
logFile << "[" << localTime->tm_year + 2024 << "-" 
        << localTime->tm_mon + 1 << "-" 
        << localTime->tm_mday << " " 
        << localTime->tm_hour << ":" 
        << localTime->tm_min << ":" 
        << localTime->tm_sec << "] " 
        << logMessage << std::endl; 

 Constructs the log entry similarly to the previous code, appending the current date, time, and 
log message. 

d. Closing the File 

cpp 
Copy code 
logFile.close(); 

 Closes the file stream after writing the log. 

Main Function 

cpp 
Copy code 
int main() { 
    AutonomousVehicleAI autonomousVehicleAI; 
    autonomousVehicleAI.operate(); 

 In the main function: 
o An instance of AutonomousVehicleAI is created. 
o The operate() method is called to simulate the vehicle's operation. 
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a. Placeholder for Additional Code 

cpp 
Copy code 
// Your autonomous vehicle control code goes here... 

 This comment indicates where you could add more code to control the vehicle. 

Return Statement 

cpp 
Copy code 
return 0; 

 Indicates successful completion of the program. 

Αυτό το πρόγραμμα μοντελοποιεί το σύστημα AI ενός αυτόνομου οχήματος, υλοποιώντας λειτουργίες 
λήψης αποφάσεων και καταγραφής. Η μέθοδος «makeDecision» αντιπροσωπεύει τη λογική λήψης 
αποφάσεων του μοντέλου AI του αυτόνομου οχήματος. Η μέθοδος "logTraceability" καταγράφει 
πληροφορίες ιχνηλασιμότητας, όπως την απόφαση που ελήφθη από το μοντέλο AI, μαζί με μια χρονική 
σήμανση. 

Σε ένα πραγματικό σενάριο, θα πρέπει αυτό το παράδειγμα να συμπεριλάβει πιο εξελιγμένη λογική 
λήψης αποφάσεων, λεπτομερή καταγραφή και ενδεχομένως ενσωμάτωση με δεδομένα αισθητήρα. 
Επιπλέον, ένα ολοκληρωμένο σύστημα ιχνηλασιμότητας για αυτόνομα οχήματα μπορεί να 
περιλαμβάνει την καταγραφή εκτενών πληροφοριών σχετικά με την κατάσταση του οχήματος, 
εισόδους αισθητήρων, δεδομένα GPS και πιθανή αποθήκευση αυτών των πληροφοριών σε ασφαλή και 
προσβάσιμη μορφή για σκοπούς ανάλυσης και ελέγχου. 

 

6.2  Αποφυγή εμποδίου και διατήρηση ορίου ταχύτητας 

Η δημιουργία ενός πλήρους μοντέλου ιχνηλασιμότητας τεχνητής νοημοσύνης για ένα αυτόνομο όχημα 

με ανίχνευση εμποδίων και ρύθμιση ταχύτητας περιλαμβάνει μια εξελιγμένη εφαρμογή και 

ενσωμάτωση με δεδομένα αισθητήρων, μοντέλα μηχανικής μάθησης και πιθανώς εξωτερικές 

βιβλιοθήκες. Παρακάτω είναι ένα απλοποιημένο παράδειγμα σε C++ για να δώσει ένα σημείο 

εκκίνησης. Αυτό το παράδειγμα προϋποθέτει ότι έχετε προεκπαιδευμένα μοντέλα για την ανίχνευση 

εμποδίων και την αναγνώριση πινακίδων ταχύτητας. 

 

#include <iostream> 

#include <string> 

#include <ctime> 
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// Class to represent Autonomous Vehicle AI Model 

class AutonomousVehicleAI { 

public: 

    void operate() { 

        // Simulate sensor data 

        bool obstacleDetected = detectObstacle(); 

        int speedSign = recognizeSpeedSign(); 

 

        // Log traceability information 

        logTraceability("Obstacle Detected: " + std::to_string(obstacleDetected)); 

        logTraceability("Speed Sign Recognized: " + std::to_string(speedSign)); 

 

        // Make decisions based on sensor data 

        if (obstacleDetected) { 

            avoidObstacle(); 

        } 

 

        adjustSpeed(speedSign); 

    } 

 

private: 

    bool detectObstacle() { 

        // Simulated obstacle detection logic (replace with actual detection) 

        return false; 

    } 
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    int recognizeSpeedSign() { 

        // Simulated speed sign recognition logic (replace with actual recognition) 

        return 60; // Default speed limit if no sign is recognized 

    } 

 

    void avoidObstacle() { 

        // Simulated obstacle avoidance logic (replace with actual avoidance strategy) 

        std::cout << "Obstacle detected! Taking evasive action.\n"; 

    } 

 

    void adjustSpeed(int speedLimit) { 

        // Simulated speed adjustment logic (replace with actual speed adjustment) 

        std::cout << "Adjusting speed based on speed limit: " << speedLimit << " km/h.\n"; 

    } 

 

    // Function to log AI traceability information 

    void logTraceability(const std::string& logMessage) { 

        // Get the current date and time 

        time_t now = time(0); 

        tm* localTime = localtime(&now); 

 

        // Open a log file in append mode 

        std::ofstream logFile("autonomous_vehicle_traceability_log.txt", std::ios::app); 
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        // Log the current date and time along with the message 

        logFile << "[" << localTime->tm_year + 2024 << "-" 

                << localTime->tm_mon + 1 << "-" 

                << localTime->tm_mday << " " 

                << localTime->tm_hour << ":" 

                << localTime->tm_min << ":" 

                << localTime->tm_sec << "] " 

                << logMessage << std::endl; 

 

        // Close the log file 

        logFile.close(); 

    } 

}; 

 

int main() { 

    // Create an instance of the Autonomous Vehicle AI Model 

    AutonomousVehicleAI autonomousVehicleAI; 

 

    // Operate the autonomous vehicle 

    autonomousVehicleAI.operate(); 

 

    // Your autonomous vehicle control code goes here... 

 

    return 0; 

} 
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Now, we can analyze this updated C++ code for the autonomous vehicle AI model step by step. 

Includes 

cpp 
Copy code 
#include <iostream> 
#include <string> 
#include <ctime> 

 <iostream>: For standard input and output operations. 
 <string>: To handle string manipulation using the std::string class. 
 <ctime>: For working with date and time. 

Class Definition 

cpp 
Copy code 
class AutonomousVehicleAI { 
public: 
    void operate() { 

 This defines a class AutonomousVehicleAI, which encapsulates the behavior and attributes of 
an autonomous vehicle's AI system. 

 void operate(): A public method simulating the vehicle's operational logic. 

Operation Method 

Within the operate method: 

cpp 
Copy code 
bool obstacleDetected = detectObstacle(); 
int speedSign = recognizeSpeedSign(); 

 detectObstacle(): Calls a method to check for obstacles and returns a boolean. 
 recognizeSpeedSign(): Calls a method to recognize speed signs, returning an integer 

representing the speed limit. 

a. Logging 

cpp 
Copy code 
logTraceability("Obstacle Detected: " + std::to_string(obstacleDetected)); 
logTraceability("Speed Sign Recognized: " + std::to_string(speedSign)); 

 Logs messages indicating whether an obstacle was detected and what speed limit was 
recognized, converting boolean and integer values to strings. 

b. Decision Making 
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cpp 
Copy code 
if (obstacleDetected) { 
    avoidObstacle(); 
} 
adjustSpeed(speedSign); 

 If an obstacle is detected, the vehicle executes the avoidObstacle() method. 
 The vehicle then adjusts its speed based on the recognized speed sign using the 

adjustSpeed(int speedLimit) method. 

Private Members 

The private methods implement the vehicle's functionalities: 

a. Obstacle Detection 

cpp 
Copy code 
bool detectObstacle() { 
    return false; 
} 

 This method simulates obstacle detection, currently returning false. In a real implementation, 
this would involve sensor data processing. 

b. Speed Sign Recognition 

cpp 
Copy code 
int recognizeSpeedSign() { 
    return 60; // Default speed limit if no sign is recognized 
} 

 Simulates speed sign recognition, returning a default speed limit of 60 km/h. Real logic would 
involve image processing or signal interpretation. 

c. Obstacle Avoidance 

cpp 
Copy code 
void avoidObstacle() { 
    std::cout << "Obstacle detected! Taking evasive action.\n"; 
} 

 A placeholder method that simulates taking action when an obstacle is detected, outputting a 
message. 

d. Speed Adjustment 

cpp 
Copy code 
void adjustSpeed(int speedLimit) { 
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    std::cout << "Adjusting speed based on speed limit: " << speedLimit << " km/h.\n"; 
} 

 Outputs the action of adjusting speed based on the recognized speed limit. 

Logging Method 

cpp 
Copy code 
void logTraceability(const std::string& logMessage) { 

 This method logs messages with timestamps, similar to previous examples. 

a. Getting Current Time 

cpp 
Copy code 
time_t now = time(0); 
tm* localTime = localtime(&now); 

 Retrieves and formats the current date and time. 

b. Writing to Log File 

cpp 
Copy code 
std::ofstream logFile("autonomous_vehicle_traceability_log.txt", std::ios::app); 

 Opens a log file in append mode. 

c. Logging the Message 

cpp 
Copy code 
logFile << "[" << localTime->tm_year + 2024 << "-" 
        << localTime->tm_mon + 1 << "-" 
        << localTime->tm_mday << " " 
        << localTime->tm_hour << ":" 
        << localTime->tm_min << ":" 
        << localTime->tm_sec << "] " 
        << logMessage << std::endl; 

 Constructs and writes the log entry with the timestamp. 

d. Closing the File 

cpp 
Copy code 
logFile.close(); 

 Closes the file stream after writing. 

Main Function 
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cpp 
Copy code 
int main() { 
    AutonomousVehicleAI autonomousVehicleAI; 
    autonomousVehicleAI.operate(); 

 Creates an instance of the AutonomousVehicleAI class and calls the operate() method to 
simulate vehicle operation. 

Return Statement 

cpp 
Copy code 
return 0; 

 Indicates successful termination of the program. 

Όπως προαναφέραμε, αυτό το πρόγραμμα προσομοιώνει τη λογική τεχνητής νοημοσύνης ενός 

αυτόνομου οχήματος, εστιάζοντας στον εντοπισμό εμποδίων και στην αναγνώριση πινακίδων 

ταχύτητας. Σε ένα πραγματικό σενάριο, θα πρέπει να αντικατασταθεί η προσομοιωμένη ανίχνευση και 

αναγνώριση με πραγματική επεξεργασία δεδομένων αισθητήρα, χρησιμοποιώντας τεχνολογίες όπως η 

μηχανική μάθηση. Επιπλέον, η λογική αποφυγής εμποδίων και ρύθμισης της ταχύτητας θα ήταν πιο 

περίπλοκη και θα εξαρτάται από τις συγκεκριμένες απαιτήσεις του αυτόνομου συστήματος του 

οχήματός στο οποίο εφαρμόζεται. 

 

6.3 Adaptive Cruise Control, Stop & Go  

Η εφαρμογή Adaptive Cruise Control (ACC) με λειτουργία Stop & Go σε C++ για ένα αυτόνομο όχημα 

περιλαμβάνει την ενσωμάτωση δεδομένων αισθητήρων, αλγορίθμων ελέγχου και επικοινωνίας με τα 

συστήματα κίνησης και πέδησης του οχήματος. Ακολουθεί ένα παράδειγμα που χρησιμοποιεί απλά 

προσομοιωμένα δεδομένα λαμβάνοντας ως προϋπόθεση ότι το όχημά μας κινείται με μια σταθερή 

ταχύτητα. 

#include <iostream> 

#include <thread> 

#include <chrono> 

 

class AdaptiveCruiseControl { 

public: 

    AdaptiveCruiseControl() : desiredSpeed(60.0), currentSpeed(0.0), distanceToObstacle(100.0) {} 
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    void operate() { 

        while (true) { 

            // Simulate sensor data (distance to the obstacle) 

            simulateSensorData(); 

 

            // Apply ACC with Stop & Go logic 

            controlACC(); 

 

            // Print status 

            printStatus(); 

 

            // Simulate time passing (replace with actual timing mechanism) 

            std::this_thread::sleep_for(std::chrono::milliseconds(100)); 

        } 

    } 

 

private: 

    double desiredSpeed; 

    double currentSpeed; 

    double distanceToObstacle; 

 

    void simulateSensorData() { 

        // Simulated distance to the obstacle 

        distanceToObstacle -= 5.0; 
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        // Simulated speed changes 

        currentSpeed = desiredSpeed - distanceToObstacle * 0.1; 

 

        // Minimum distance to the obstacle 

        if (distanceToObstacle < 0.0) { 

            distanceToObstacle = 0.0; 

        } 

    } 

 

    void controlACC() { 

        // Apply ACC logic 

        if (distanceToObstacle > 20.0) { 

            // If the distance is safe, maintain the desired speed 

            currentSpeed = desiredSpeed; 

        } else if (distanceToObstacle <= 20.0 && distanceToObstacle > 0.0) { 

            // If the obstacle is approaching, decelerate 

            currentSpeed -= 1.0; 

        } else { 

            // If the obstacle is too close, stop 

            currentSpeed = 0.0; 

        } 

    } 

 

    void printStatus() const { 
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        // Print the current status 

        std::cout << "Current Speed: " << currentSpeed << " km/h, Distance to Obstacle: " << 

distanceToObstacle << " meters\n"; 

    } 

}; 

 

int main() { 

    // Create an instance of Adaptive Cruise Control 

    AdaptiveCruiseControl acc; 

 

    // Operate the ACC system 

    acc.operate(); 

 

    return 0; 

}  

Class Definition 

cpp 
Copy code 
class AdaptiveCruiseControl { 
public: 
    AdaptiveCruiseControl() : desiredSpeed(60.0), currentSpeed(0.0), distanceToObstacle(100.0) {} 

 AdaptiveCruiseControl: This class represents the adaptive cruise control system. 
 The constructor initializes three member variables: 

o desiredSpeed: The target speed of the vehicle (set to 60 km/h). 
o currentSpeed: The current speed of the vehicle (initialized to 0 km/h). 
o distanceToObstacle: The distance to the nearest obstacle (initialized to 100 meters). 

Main Operation Method 

cpp 
Copy code 
void operate() { 
    while (true) { 
        simulateSensorData(); 
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        controlACC(); 
        printStatus(); 
 
        // Simulate time passing 
        std::this_thread::sleep_for(std::chrono::milliseconds(100)); 
    } 
} 

 operate(): This method runs an infinite loop to simulate the operation of the ACC system. 
o simulateSensorData(): Updates the distance to the obstacle and current speed. 
o controlACC(): Adjusts the speed based on obstacle’s distance. 
o printStatus(): Outputs the current speed and distance to the console. 
o std::this_thread::sleep_for(...): Introduces a delay to simulate the passage of time, 

making the loop manageable. 

Member Variables 

cpp 
Copy code 
private: 
    double desiredSpeed; 
    double currentSpeed; 
    double distanceToObstacle; 

 desiredSpeed: The target speed set for the vehicle. 
 currentSpeed: The speed at which the vehicle is currently traveling. 
 distanceToObstacle: The distance to the closest detected obstacle. 

Simulated Sensor Data 

cpp 
Copy code 
void simulateSensorData() { 
    distanceToObstacle -= 5.0; 
    currentSpeed = desiredSpeed - distanceToObstacle * 0.1; 
 
    if (distanceToObstacle < 0.0) { 
        distanceToObstacle = 0.0; 
    } 
} 

 simulateSensorData(): This method simulates the behavior of the sensors. 
o Decreases the distance to the obstacle by 5 meters each iteration. 
o Adjusts the currentSpeed based on obstacle’s distance. If the distance decreases, 

the speed also decreases. 
o Ensures that distanceToObstacle does not drop below 0 meters. 

Adaptive Cruise Control Logic 
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cpp 
Copy code 
void controlACC() { 
    if (distanceToObstacle > 20.0) { 
        currentSpeed = desiredSpeed; 
    } else if (distanceToObstacle <= 20.0 && distanceToObstacle > 0.0) { 
        currentSpeed -= 1.0; 
    } else { 
        currentSpeed = 0.0; 
    } 
} 

 controlACC(): Implements the logic for adaptive cruise control: 
o If the distance to the obstacle is greater than 20 meters, the vehicle maintains 

the desired speed. 
o If the distance is 20 meters or less but greater than 0, the vehicle decelerates by 

1 km/h. 
o If the obstacle is too close (0 meters), the vehicle stops. 

Print Status Method 

cpp 
Copy code 
void printStatus() const { 
    std::cout << "Current Speed: " << currentSpeed << " km/h, Distance to Obstacle: " << distanceToObstacle << " 
meters\n"; 
} 

 printStatus(): Outputs the current speed and distance to the obstacle, providing real-time 
feedback. 

Main Function 

cpp 
Copy code 
int main() { 
    AdaptiveCruiseControl acc; 
    acc.operate(); 
    return 0; 
} 

 The main function creates an instance of AdaptiveCruiseControl and calls the operate() 
method to start the simulation. 

Αυτός ο κωδικός προσομοιώνει ένα σύστημα cruise control που προσαρμόζει την ταχύτητα του 
οχήματος με βάση την απόσταση από ένα εμπόδιο. Αυτό το παράδειγμα χρησιμοποιεί μια 
απλή λογική ACC που βασίζεται στην απόσταση από το εμπόδιο. Σε ένα πραγματικό σενάριο, 
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θα ππέπει να χρησιμοποιήσουμε ως δεδομένα προσομοίωσης του αισθητήρα, πραγματικά 
δεδομένα από ραντάρ, lidar ή άλλους αισθητήρες.  

Λάβετε υπόψη ότι η ανάπτυξη ενός πραγματικού συστήματος ACC απαιτεί ενδελεχή δοκιμή, 
επικύρωση και συμμόρφωση με τα πρότυπα ασφαλείας. Να δίνετε πάντα προτεραιότητα στην 
ασφάλεια όταν εργάζεστε σε αυτόνομα συστήματα οχημάτων. 

Η βασική πτυχή αυτού του σεναρίου αυτόνομου οχήματος είναι η επικύρωση ότι όλες οι 
μεταβλητές ορίζονται και υπολογίζονται μέσω επαναλαμβανόμενων δοκιμών και 
διαφορετικών σεναρίων. Το κρίσιμο μέρος είναι να αναγνωρίσουμε ότι τα δεδομένα που 
χρησιμοποιούνται για την ανάκτηση των τιμών των μεταβλητών μας που θα χρησιμοποιήσει ο 
αλγόριθμός μας, φιλτράρονται και επικυρώνονται σωστά μέσω ενός αξιόπιστου μοντέλου 
ιχνηλασιμότητας AI. 

 

6.4 AI Traceability Report: Για σύστημα αυτόματης πέδησης 

Αυτή η αναφορά παρέχει μια λεπτομερή ανάλυση ιχνηλασιμότητας AI για Auto Brake System σε 
αυτόνομα οχήματα. Το Auto Brake System είναι ένα κρίσιμο εξάρτημα ασφαλείας που έχει σχεδιαστεί 
για να αποτρέπει τις συγκρούσεις ενεργοποιώντας αυτόματα τα φρένα όταν ανιχνεύει εμπόδια στην 
πορεία του οχήματος. Το σύστημα χρησιμοποιεί αλγόριθμους τεχνητής νοημοσύνης, συγκεκριμένα 
μοντέλα υπολογιστικής όρασης, σύντηξης αισθητήρων και λήψης αποφάσεων, για την αξιολόγηση του 
περιβάλλοντος και τη λήψη αποφάσεων πέδησης σε πραγματικό χρόνο. 

Ο στόχος αυτής της έκθεσης είναι να ανιχνεύσει την ανάπτυξη και τη λειτουργικότητα του συστήματος 
AI, διασφαλίζοντας τη διαφάνεια, την ασφάλεια και την υπευθυνότητα στο σχεδιασμό, την εκπαίδευση 
και την ανάπτυξη του συστήματος αυτόματης πέδησης. Τα επιμέρους κομμάτια της έκθεσης 
παραθέτονται παρακάτω. 

6.4.1 Αρχιτεκτονική Συστήματος  

 

Επισκόπηση συστήματος Auto Brake System: είναι χτισμένο σε μια αρχιτεκτονική πολλαπλών επιπέδων 

που ενσωματώνει τα ακόλουθα στοιχεία: 

• Αισθητήρες: Το σύστημα χρησιμοποιεί LiDAR, ραντάρ, αισθητήρες υπερήχων και κάμερες για την 

ανίχνευση του περιβάλλοντος περιβάλλοντος. 

• Επίπεδο αντίληψης: Αυτό το επίπεδο επεξεργάζεται ακατέργαστα δεδομένα αισθητήρων 

χρησιμοποιώντας αλγόριθμους βαθιάς μάθησης, κυρίως Συνελικτικά Νευρωνικά Δίκτυα (CNN), για να 

αναγνωρίσει αντικείμενα όπως οχήματα, πεζούς και εμπόδια. 
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• Επίπεδο λήψης αποφάσεων: Ένα μοντέλο βασισμένο σε κανόνες ή ένα μοντέλο Ενισχυμένης 

Μάθησης (RL) αξιολογεί την έξοδο αντίληψης για να καθορίσει εάν και πότε πρέπει να ενεργοποιηθούν 

τα φρένα. 

• Επίπεδο ελέγχου: Το τελικό στάδιο μεταφράζει την απόφαση του AI σε μηχανική δράση ελέγχοντας 

τους ενεργοποιητές πέδησης. 

 

6.4.2 Χρησιμοποιούμενα μοντέλα AI 

• Μοντέλο ανίχνευσης αντικειμένων: Ένα μοντέλο που βασίζεται στο CNN (π.χ. YOLO, SSD) 

εκπαιδευμένο σε μεγάλα σύνολα δεδομένων εικόνων για ανίχνευση αντικειμένων σε πραγματικό 

χρόνο. 

• Μοντέλο πρόβλεψης σύγκρουσης: Χρησιμοποιεί επαναλαμβανόμενα νευρωνικά δίκτυα (RNN) ή 

δίκτυα μακράς βραχυπρόθεσμης μνήμης (LSTM) για να προβλέψει την πιθανότητα σύγκρουσης με 

βάση την τροχιά του αντικειμένου και την ταχύτητα του οχήματος. 

• Μοντέλο ελέγχου πέδησης: Ένα μοντέλο απόφασης που χρησιμοποιεί Ενισχυτική μάθηση για τον 

υπολογισμό της βέλτιστης δύναμης και χρονισμού πέδησης.2. Data Sources and Training 

 

6.4.3 Συλλογή δεδομένων 

Τα μοντέλα AI εκπαιδεύονται χρησιμοποιώντας έναν συνδυασμό: 

• Προσομοιωμένα δεδομένα: Από εικονικά περιβάλλοντα οδήγησης (π.χ. CARLA, Apollo) για 

προσομοίωση διαφόρων συνθηκών οδήγησης. 

• Δεδομένα οδήγησης πραγματικού κόσμου: Από στόλους δοκιμών αυτόνομων οχημάτων 

εξοπλισμένων με αισθητήρες που συλλέγουν οπτικά και τηλεμετρικά δεδομένα. 

6.4.4 Πληροφορίες συνόλου δεδομένων 

• Σύνολα δεδομένων εικόνας: Χρησιμοποιούνται για ανίχνευση αντικειμένων, όπως KITTI, Cityscapes 

και ιδιόκτητα σύνολα δεδομένων που συλλέγονται από τους κατασκευαστές οχημάτων. 

• Δεδομένα Οδηγικής Συμπεριφοράς: Για την πρόβλεψη σύγκρουσης, χρησιμοποιούνται σύνολα 

δεδομένων όπως NuScenes, Waymo Open Dataset και ApolloScape. 

 

6.4.5 Προεπεξεργασία δεδομένων 

Για να εξασφαλιστεί η ευρωστία του μοντέλου, τα βήματα προεπεξεργασίας περιλαμβάνουν: 

• Επαύξηση δεδομένων: Αναστροφή, περιστροφή και κλιμάκωση εικόνων για αύξηση της 

ποικιλομορφίας. 
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• Κανονικοποίηση: Τα δεδομένα αισθητήρα κανονικοποιούνται για συνέπεια κλίμακας. 

• Επισήμανση: Οι ετικέτες πεζών, οχημάτων και εμποδίων σημειώνονται με μη αυτόματο τρόπο και 

ελέγχονται για ακρίβεια. 

6.4.6 Έλεγχοι μεροληψίας και δικαιοσύνης 

Τα δεδομένα εξετάζονται για: 

• Ανισορροπία τάξης: Για την αποφυγή μεροληψίας στον εντοπισμό μικρότερων αντικειμένων όπως 

πεζοί έναντι μεγαλύτερων όπως οχήματα. 

• Παραλλαγές καιρού και φωτισμού: Το μοντέλο δοκιμάζεται σε ένα ευρύ φάσμα συνθηκών (π.χ. 

βροχή, ομίχλη, νυχτερινή οδήγηση) για να διασφαλιστεί η δικαιοσύνη και η γενίκευση. 

 

6.4.6 Εκπαιδευτική Διαδικασία Μοντέλου 

Τα μοντέλα εκπαιδεύονται σε υπολογιστική υποδομή υψηλής απόδοσης χρησιμοποιώντας τις 

ακόλουθες μεθόδους: 

• Εποπτευόμενη εκμάθηση: Για ανίχνευση αντικειμένων, χρησιμοποιώντας εικόνες με σήμανση. 

• Ενισχυτική μάθηση: Για το μοντέλο λήψης αποφάσεων, όπου το όχημα μαθαίνει να πατά τα φρένα σε 

βέλτιστους χρόνους μέσω δοκιμής και λάθους σε ένα προσομοιωμένο περιβάλλον. 

Η εκπαίδευση περιλαμβάνει: 

• Ελαχιστοποίηση συνάρτησης απώλειας: Για την ανίχνευση αντικειμένων, η συνάρτηση απώλειας 

βελτιστοποιείται με χρήση οπισθοδιάδοσης και στοχαστικής κλίσης κάθοδος (SGD). 

• Σχεδιασμός λειτουργίας ανταμοιβής(Reward function design): Η λειτουργία επιβράβευσης 

ενθαρρύνει το έγκαιρο φρενάρισμα, ενώ τιμωρεί το καθυστερημένο ή περιττό φρενάρισμα. 

6.4.5 Επικύρωση και δοκιμή 

• Διασταυρούμενη επικύρωση: Διασφάλιση ότι το μοντέλο γενικεύεται καλά σε μη ορατά δεδομένα. 

• Δοκιμές βάσει προσομοίωσης: Τα εικονικά περιβάλλοντα προσομοιώνουν χιλιάδες σενάρια οδήγησης 
(π.χ. ξαφνικές διαβάσεις πεζών) για την αξιολόγηση της απόδοσης του μοντέλου. 

• Δοκιμές σε πραγματικό κόσμο: Το σύστημα Auto Brake δοκιμάζεται σε ελεγχόμενα περιβάλλοντα και 
δημόσιους δρόμους. 

Μετρήσεις απόδοσης: 

• Ακρίβεια(Precision): Μετρά την ακρίβεια με την οποία το σύστημα εντοπίζει πραγματικά εμπόδια που 
απαιτούν πέδηση. 
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• Ανάκληση(Recall): Αξιολογεί την ικανότητα του συστήματος να ανιχνεύει όλα τα εμπόδια, 
ελαχιστοποιώντας τις χαμένες ανιχνεύσεις. 

• Βαθμολογία F1(F1 score): Εξισορροπεί την ακρίβεια και την ανάκληση για τη συνολική απόδοση του 
συστήματος. 

• Latency: Διασφαλίζει ότι το σύστημα αντιδρά αρκετά γρήγορα σε πραγματικές συνθήκες. 

 

6.4.6 Εκδόσεις μοντέλου(Versioning) 

 

Κάθε έκδοση μοντέλου τεκμηριώνεται και ελέγχεται από την έκδοση για να διασφαλίζεται η 

ιχνηλασιμότητα. Τα ακόλουθα μεταδεδομένα διατηρούνται για κάθε έκδοση: 

• Αλλαγές αρχιτεκτονικής μοντέλου: Τεκμηρίωση προσαρμογών ή ενημερώσεων αρχιτεκτονικής CNN 

στη συνάρτηση ανταμοιβής RL. 

• Σύνολα δεδομένων εκπαίδευσης και λεπτομέρειες προεπεξεργασίας: Για να διασφαλιστεί ότι η 

διοχέτευση δεδομένων είναι πλήρως διαφανής και αναπαραγώγιμη. 

• Υπερπαράμετροι: Ρυθμοί εκμάθησης, μεγέθη παρτίδων και τεχνικές βελτιστοποίησης που 

χρησιμοποιούνται κατά τη διάρκεια της εκπαίδευσης.4.2. Model Explainability 

6.4.7 Επεξηγησιμότητα μοντέλου 

Οι προσπάθειες για να διασφαλιστεί ότι η διαδικασία λήψης αποφάσεων του συστήματος είναι 

κατανοητή περιλαμβάνουν: 

• Ανάλυση σημαντικότητας χαρακτηριστικών: Για το μοντέλο ανίχνευσης αντικειμένων, 

χρησιμοποιείται Grad-CAM (Gradient-weighted Class Activation Mapping) για να εξηγήσει οπτικά ποια 

μέρη μιας εικόνας επηρέασαν την απόφαση. 

• Δένδρα απόφασης για μοντέλα RL: Δημιουργούνται απλοποιημένα δέντρα απόφασης για να 

εξηγήσουν την ακολουθία ενεργειών που οδηγούν στην εφαρμογή πέδησης. 

- Edge Case και Failure Modes 

Το σύστημα δοκιμάζεται σε ακραίες περιπτώσεις για τον εντοπισμό πιθανών τρόπων αστοχίας, όπως: 

• Εμφάνιση πεζών από πίσω μεγάλα οχήματα (αποφράξεις). 

• Οχήματα που φρενάρουν ξαφνικά σε παρακείμενες λωρίδες. 

• Ακραίες καιρικές συνθήκες (π.χ. ομίχλη, δυνατή βροχή). 
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Οι περιπτώσεις αποτυχίας καταγράφονται και αναπτύσσονται στρατηγικές μετριασμού, όπως η 

επανεκπαίδευση μοντέλων σε πιο διαφορετικά σύνολα δεδομένων ή η προσθήκη περισσοτέρων 

αισθητήρων. 

6.4.8 Κανονιστική Συμμόρφωση και Πρότυπα Ασφάλειας 

 

Συμμόρφωση με το ISO 26262 

Το Auto Brake System συμμορφώνεται με το ISO 26262, το διεθνές πρότυπο για λειτουργική ασφάλεια 

στα οδικά οχήματα. Οι ειδικοί στόχοι ασφάλειας περιλαμβάνουν: 

• Μηχανισμοί ασφαλείας έναντι αστοχιών: Διασφάλιση ότι το σύστημα έχει προεπιλεγμένο χειροκίνητο 

έλεγχο σε περίπτωση βλάβης του αισθητήρα. 

• Πλεονασμός: Χρήση πολλαπλών αισθητήρων για την επαλήθευση κρίσιμων αποφάσεων όπως η 

ανίχνευση εμποδίων και το φρενάρισμα. 

GDPR και Απόρρητο Δεδομένων 

Όλα τα δεδομένα που συλλέγονται κατά τη διάρκεια της εκπαίδευσης και των δοκιμών 

συμμορφώνονται με τους κανονισμούς GDPR. Εφαρμόζονται τεχνικές ανωνυμοποίησης για την 

αφαίρεση οποιωνδήποτε στοιχείων προσωπικής ταυτοποίησης (PII) από σύνολα δεδομένων 

πραγματικού κόσμου. 

6.4.9 Παρακολούθηση μετά την ανάπτυξη 

 

Συνεχής Μάθηση:Μετά την ανάπτυξη, το σύστημα παρακολουθεί την απόδοσή του σε περιβάλλοντα 

πραγματικού κόσμου. Τα αρχεία καταγραφής δεδομένων συλλέγονται συνεχώς από οχήματα, τα οποία 

χρησιμοποιούνται για την ενημέρωση του μοντέλου μέσω περιοδικής επανεκπαίδευσης για τη 

βελτίωση της ευρωστίας του. 

Έλεγχοι Ασφαλείας: Διενεργούνται τακτικοί έλεγχοι ασφαλείας για την εξέταση τυχόν περιστατικών ή 

παραλίγο ατυχημάτων που αφορούν το σύστημα αυτόματου φρένου. Αυτοί οι έλεγχοι βοηθούν να 

διασφαλιστεί ότι το σύστημα εξελίσσεται ώστε να ανταποκρίνεται στις μεταβαλλόμενες οδικές 

συνθήκες και σε απρόβλεπτα σενάρια. 

6.4.10 Περίληψη και επόμενα βήματα 

Αυτή η αναφορά ιχνηλασιμότητας AI παρέχει διαφάνεια στο σχεδιασμό, την εκπαίδευση και τη δοκιμή 

του συστήματος αυτόματης πέδησης για αυτόνομα οχήματα. Η αναφορά υπογραμμίζει την 

αρχιτεκτονική του μοντέλου, τις πηγές δεδομένων, τη μεθοδολογία εκπαίδευσης και τη συμμόρφωση 

με τα πρότυπα ασφαλείας. Προχωρώντας προς τα εμπρός, το σύστημα θα συνεχίσει να υφίσταται 

επαναλαμβανόμενες βελτιώσεις που βασίζονται σε πραγματικές επιδόσεις και ρυθμιστική 

ανατροφοδότηση. 
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Επόμενα βήματα: 

• Συνεχής επανεκπαίδευση μοντέλων με βάση τα edge-case δεδομένα. 

• Επέκταση των δυνατοτήτων σύντηξης αισθητήρων για καλύτερη ανίχνευση εμποδίων σε αντίξοες 

καιρικές συνθήκες. 

• Διασφάλιση στενότερης ενοποίησης με άλλα χαρακτηριστικά αυτόνομης οδήγησης, όπως η 

διατήρηση λωρίδας και το προσαρμοστικό cruise control για ολιστική ασφάλεια. 

Αυτή η έκθεση ιχνηλασιμότητας καταδεικνύει τη σημασία της διατήρησης της λογοδοσίας και της 

διαφάνειας στα συστήματα τεχνητής νοημοσύνης, ειδικά σε εφαρμογές κρίσιμες για την ασφάλεια, 

όπως η αυτόνομη οδήγηση. 

 

 

 

 

 

 

 

7. Συμπέρασμα & Μελλοντικές Κατευθύνσεις Έρευνας 

Συμπερασματικά, οι πληροφορίες ιχνηλασιμότητας τεχνητής νοημοσύνης περιλαμβάνουν διάφορες 

πτυχές ανάπτυξης, εκπαίδευσης και ανάπτυξης μοντέλων τεχνητής νοημοσύνης. Η κατανόηση των 

διαφορετικών τύπων πληροφοριών ιχνηλασιμότητας τεχνητής νοημοσύνης, συμπεριλαμβανομένης της 

αρχιτεκτονικής μοντέλων, των δεδομένων που χρησιμοποιούνται για εκπαίδευση, των 

υπερπαραμέτρων μοντέλων, των μετρήσεων απόδοσης και της έκδοσης εκδόσεων, είναι κρίσιμα για τη 

διασφάλιση της ηθικής και υπεύθυνης χρήσης των μοντέλων τεχνητής νοημοσύνης. Οι κάρτες 

μοντέλων, οι περιλήψεις μοντέλων, οι τεχνικές ερμηνείας μοντέλων και τα εργαλεία οπτικοποίησης 

είναι όλα σημαντικά εργαλεία για τη σύνοψη των πληροφοριών της ιχνηλασιμότητας ενός AI μοντέλου. 

Αυτά τα εργαλεία μπορούν να βοηθήσουν τους ενδιαφερόμενους να κατανοήσουν καλύτερα πώς 

λειτουργούν τα μοντέλα τεχνητής νοημοσύνης και να λάβουν πιο ενημερωμένες αποφάσεις σχετικά με 

τη χρήση τους. Ενώ υπάρχουν προκλήσεις που σχετίζονται με τη χρήση αυτών των εργαλείων, η 

συνεχής ανάπτυξη και τελειοποίηση αυτών των εργαλείων θα είναι σημαντική καθώς η τεχνητή 

νοημοσύνη συνεχίζει να διαδραματίζει ολοένα και πιο σημαντικό ρόλο στην κοινωνία. 

Με τη συλλογή και τη διαχείριση αυτών των πληροφοριών, οι ενδιαφερόμενοι μπορούν να 

παρακολουθούν τη συμπεριφορά των μοντέλων τεχνητής νοημοσύνης, να εντοπίζουν πιθανούς 

κινδύνους και να διασφαλίζουν τη συμμόρφωση με τις κανονιστικές απαιτήσεις. 
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Μελλοντικές Κατευθύνσεις Έρευνας  

Καθώς η τεχνητή νοημοσύνη συνεχίζει να διαδραματίζει ολοένα και πιο σημαντικό ρόλο στην κοινωνία, 

υπάρχει αυξανόμενη ανάγκη για εργαλεία και τεχνικές για τη σύνοψη των πληροφοριών 

ιχνηλασιμότητας της τεχνητής νοημοσύνης με σαφή και συνοπτικό τρόπο. Στο μέλλον, μπορούμε να 

περιμένουμε να δούμε συνεχή ανάπτυξη νέων εργαλείων και τεχνικών για τη σύνοψη των 

πληροφοριών ιχνηλασιμότητας της τεχνητής νοημοσύνης. 

Ένας τομέας μελλοντικής ανάπτυξης είναι ο τομέας της εξηγήσιμης τεχνητής νοημοσύνης. Το 

explainable AI είναι ένας τομέας έρευνας που εστιάζει στην ανάπτυξη τεχνικών για την εξήγηση του 

τρόπου με τον οποίο τα μοντέλα τεχνητής νοημοσύνης λαμβάνουν αποφάσεις [19]. Καθώς όλο και 

περισσότεροι ενδιαφερόμενοι απαιτούν διαφάνεια και υπευθυνότητα στην ανάπτυξη της τεχνητής 

νοημοσύνης, η εξηγήσιμη τεχνητή νοημοσύνη είναι πιθανό να γίνεται όλο και πιο σημαντική. 

Ένας άλλος τομέας μελλοντικής ανάπτυξης είναι ο τομέας της τυποποίησης. Καθώς τα μοντέλα 

τεχνητής νοημοσύνης γίνονται πιο διαδεδομένα, υπάρχει μια αυξανόμενη ανάγκη για τυποποίηση στον 

τρόπο με τον οποίο συνοψίζονται και παρουσιάζονται οι πληροφορίες ιχνηλασιμότητας της τεχνητής 

νοημοσύνης. Η τυποποίηση μπορεί να βοηθήσει να διασφαλιστεί ότι τα ενδιαφερόμενα μέρη έχουν 

πρόσβαση σε συνεπείς και αξιόπιστες πληροφορίες σχετικά με μοντέλα τεχνητής νοημοσύνης [20]. 
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